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Ozetce —Giiniimiizde Otistik Spektrum Bozuklugu (OSB)
onemli saghk problemleri arasina girmis bir noro-gelisimsel
bozukluktur ve erken teshisi hastaligin kontrol edilmesi acisindan
biiyiikk 6neme sahiptir. Otizmin ekonomik etkisi ve diinyadaki
OSB vakalarinin sayisindaki artis, kolayca uygulanan etkili
tarama yontemlerinin gelistirilmesine acil ihtiya¢ oldugunu or-
taya koymaktadir. Bu cahsmada UCI 2017 Autistic Spectrum
Disorder Screening Data for Children veri kiimesi iizerinde,
Naive Bayes, IBk(k- en yakin komsu), Radyal Temel Fonksiyon
Ag1 (RBFN) ve Rasgele Orman(RO) olmak iizere dort farkh
siniflandirma yontemi kullamlarak performans Kkarsilastiril-
malar1 yapilmistir. Deney sonucunda Rasgele Orman yonteminin
Naive Bayes, IBk ve RBFN yontemlerinden daha basarih oldugu
gosterilmigtir.

Anahtar Kelimeler—otistik spektrum bozuklugu; makine ogren-
mesi; naive bayes sumiflandiricy; IBk siniflandirici; rasgele orman
sintflandirici; ABFN siniflandirici;

Abstract—Autism Spectrum Disorder (ASD) is a neuro-
developmental disorder that has become one of the major health
problems, and early diagnosis has a great deal of important in
terms of controlling the disease.The increase in the number of
autoimmune influenza and ASD cases in the world reveals an
urgent need to develop easily applied and effective screening
methods In this study, performance comparisons were made using
three different classification methods, Naive Bayes, IBk (k-nearest
neighbors), RBFN (radial basis function network), and Random
Forest, on UCI 2017 Autistic Spectrum Disorder Screening Data
for Children dataset. As a result of the experiment, Random
Forest method has been shown to be more successful than Naive
Bayes, IBk and RBFN methods.

Keywords—autistic spectrum disorder; machine learning; Naive
Bayes classifier; IBk classifier; Random Forest classifier; RBFN
classifier;.

I. GIRIS

Otizm spektrum bozuklugu(OSB) nedeni tam olarak bilin-
memekle birlikte genetik ve cevresel faktorlerin etkili oldugu
diisiiniilen noro-gelisimsel bir bozukluktur. Otistik spektrum
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bozuklugu olan bireyler toplumsal etkilesimde ve iletisimde
yetersizlikler ile davranis, ilgi ve etkinliklerde sinirli, bas-
makalip ve yineleyici oriintii Ozelliklerini igerir. Toplumsal
iletisimde kullanilan dil ya da sembolik/imgesel oyun becer-
ilerinin en az birinde ii¢ yasindan once gecikmelerin ya da
olagandis1 bir iglevselligin ortaya ¢ikti§1 goriiliir [1].

Otizm, giinimiizde zihinsel yetersizlikten sonra en sik
rastlanan norolojik bozukluktur ve Hastaliklar1 Kontrol Etme
ve Onleme Merkezi (Centers for Disease Control Preven-
tion)’nin verilerine gore 2006 yilinda Her 150 ¢ocuktan 1’inde
otizm goriiliirken, 2012 yilinda Her 88 ¢ocuktan 1’inde otizm
goriilmiigtiir. 2014 yilinda verilen son bilgiye gore ise her 68
cocuktan 1’inde otizm goriilmektedir. !

Diinya genelinde OSB vakalarinin sayisindaki hizli artis,
davramigsal ozelliklere iligkin veri setleri gerektirir. Bu calis-
mada otizm taramasinin ileri analizinde, Ozellikle etkili otis-
tik ozellikleri tanimlamak ve OSB vakalarinin simiflandiril-
masint iyilestirmek icin 20 ozellikli bir veri seti kul-
lanilmigtir. Kullanilan bu veri seti tizerinde, Naive Bayes,
IBk, RBFN ve Rasgele Orman yontemleri ile hastalik tah-
min oranlar1 hesaplanmigtir ve bu yontemlerin performanslari
kargilagtirilmistir. Rasgele Orman siniflandiricisiyla elde edilen
sonuglarin digerleriyle karsilagtirildiginda daha etkili sonuglar
verdigi goriilmiistiir.

Literatirde c¢ocuklarda otizmle ilgili yakin zamanda
yapilmis degisik ¢aligmalar bulunmaktadir. Otizmli ¢ocuklarin
duygusal ¢okils anlarini tahmin etmek iizere derin 6grenme
tekniklerinin kullanildi1 calismada [2] ebeveynlerin ya da
bakicilarin kisa siirede duruma miidahale edebilecegi bir sistem
onerilmigtir. OSB’li ¢ocuklar i¢in mobil tabanli bir 6grenme
uygulamasinin gelistirildigi ¢alismada [3] matematik konular,
iletigsim, okuma ve yazma becerilerinin gelistirilmesi ilgi cekici
bir kullanici arayiizii ile saglanmisgtir.

Ayrica ¢ocuklarin kaybolma ihtimaline karsi konum izleme
ozelligi de uygulamada yer almaktadir. Akilli telefonlardaki
hareket algilayicit veriler, kamera ve ses kayitlar1 ile bir
erken uyari sisteminin gelistirildigi calismada [4] ise otizmli
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cocuklarin davraniglarinin ve bulunduklari ortamin tahmini
icin Weka kiitiiphanesindeki J.48 siniflandirict kullanilmistir.
Destek Vektor Makinelerinin  (DVM) OSB’li  hastalarin
smiflandirmasi [5] i¢in kullanildig: ¢aligmada rasgele DVM
kiimeleme yOnteminin c¢ok iyi sonu¢ verdigi goriilmiigtiir.
Bu calismada 46 saghkli ve 61 OSB rahatsizligi bulunan
insana ait veriler Otizm Beyin Goriintiileme Veri Degisimi
veritabanindan elde edilmistir.

II. MATERYAL VE YONTEMLER
A. Veri Kiimesi

Bu caligmada kullanilan veri seti kiimesi 2017 Tip ve
Saglik Bilisimi Uluslararas1 Konferansinda sunulan [6] UCI
2017 Autistic Spectrum Disorder Screening Data for Children
veri kiimesidir [7]. Bu veri kiimesi {izerinde makine 6grenmesi
yontemlerinin uygulandii bir calisma heniiz bulunmamak-
tadir [8]. Veri kiimesinde 4-11 yag arasindaki 290 c¢ocuga ait
20 farkli ozellik bulunmaktadir. Bu ozelliklerden on tanesi
davranmig bilimlerindeki kontrollerden OSB vakalarmi tespit
etmekte etkili oldugu ispatlanmig davranigsal ozellikler (AQ-
10-Cocuk) diger on tanesi ise ¢cocuklarin kigisel ozellikleridir.
Bu veriler Weka programi kullanilarak 244 tanesi e8itim verisi
58 tanesi ise test verisi olarak iki ayr1 gruba ayrilmistir [9].

B. IBk

IBk smiflandiricisi, minimum uzaklik tabanli K en
yakin komgu (KNN) algoritmast olarak da adlandirilir. K-
en yakin komgu algoritmast 6rnek tabanli bir &8renme
yontemidir. KNN, her o6rnegi n-boyutlu bir uzayda bir
noktayla iligkilendirir ve bir dizi nitelik olarak, yani <
a1(z), a2(x), ...,an(x) > (n niteliklerin sayis1) olarak tanim-
lar. X; ve x; Ornegi arasindaki mesafe, formiil (1) ile hesa-
planir [10]-[11].

d(wi,zj) = V() (ar(zi) = an(y))?) (1

Yeni bir & Ornegini siniflandirmayr amacglayan KNN, egitim
veritabaninda en yakin Ornekleri x’i 6rneklemek icin secer
ve X Orneginin sinifin1 belirlemek icin k 6rneklerini kullanir.
KNN’nin ¢aligma prosediirii agsagidaki gibidir.

e  Egitim siiresi: her bir egitim 6rnedini < z, f(z) >,
egitim veritabanina ekler.

e  Smuflandirma periyodu: yeni bir 6rnegi siniflandirmak
icin, egitim veritabaninda k en yakin 6rnekler segerilir.
Sonra formiil (2) ’de gosterildigi gibi y siniflandir-
manin sonucunu dondiiriir [11].

k

f(y) + argmazyev Y 6(v, f(:)) )

i=1
C. Naive Bayes

Naive Bayes (NB), Bayes teoreminin istatistiksel teori-
sine dayanan bir siniflandirmadir. Sinifin  6zelliklerine
gore varsayimlanan Bayes Kurali’'na dayanan bu algoritma
kosullu olarak bagimsizdir [12]. Literatiirde, NB algoritmasi,
metin smiflandirmasi, arama motoru kalitesinin gelistirilmesi,

goriintii igleme, ariza tahmini ve tibbi teshisler gibi cesitli
uygulamalarda uygulanmugtir.

NB smiflandiricis1 agagidaki gibi calisir: egitim seti
X=[z1,x9,...,2,] eBitim egitim kiimesindeki belirli simf
etiketine (C) aittir. Her bir sinifin olasili§i, tahmini nitelikler
icin verilen degerler goz Oniine alindiginda formiil (3) kul-
lanilarak bulunabilir:

PY; | X) = J=12,..,¢c ()

Burada P(X;), Y; siufinin oncelikli olasihgr ve P(Y; |
X) siif kosullu olasihigin yogunluk fonksiyonudur. Kogullu
bagimsizlik, veri kiimesindeki 6zelliklerin kosullu olarak bir-
birinden bagimsiz oldugunu varsaymaktadir. Basit bir gekilde
test durumlarini hesaplamak ve egitim verilerini tahmin etmek
asagidaki formiil (4) kullanilarak gerceklestirilebilir.

P(X|Y) =][PXi|Y)).j=12...c 4)
i—1

Burada X, ¢’deki ¢’inci Ozniteligin degeri ve n ise Oznite-
liklerin sayisidir. Simiflarin sayis1 k, C; ¢’inci sinif oldugu
varsayilirsa, ozellikler kiimesindeki olasilik dagilimi agagidaki
formiil (5) kullanilarak hesaplanir [13].

k
P(X) =[] P(C:) P(X|Cy) ©)

i—1

D. Rasgele Orman

Rastgele Orman algoritmasi, siniflandirma algoritmalar
arasinda en iyi olanlardan biridir , bityiik miktarda veriyi dogru
bir sekilde siniflandirabilir. Rasgele Orman algoritmast , karar
agaci siiflandinicilant {h(z, Ok), k=1,2,3, ..., K kiimesinden
olusan entegre bir siniflandirmadir. Burada x bir giris vektorii ,
OFk tek bir agacin bilylime siirecini belirleyen bagimsiz olarak
esit dagilima sahip rasgele bir vektordiir. K ise rastgele bir
ormandaki karar agaglarinin sayisini temsil eder.

Siirekli oznitelik A ve bir diigiim iizerindeki Ornek
kiimelerin say1s m ise A, lizerindeki rasgele orman algoritmasi
su sekilde islem goriir.

e Diigiim iizerindeki Ornekler siirekli Oznitelik A’nin
somut degerine gore kiiciikten bilyiige siralanir ve
oznitelik degerinin {A;, Ao, .....A,;,} dizisi elde

edilir.
e Deger dizisinde m — 1 bolme noktas1 iretilir.
JO < j < m) bolme noktasinin degeri,

diigimdeki ornek kiimesini {s | seS, A(S)W;} ve
{s ] seS,A(S) > W;} alt kiimelerine bolen W; —
(A; 4+ Aj41)/2 formiilii ile ayarlanir.

e m — 1 boliinmiis noktalarin Gini katsayilar1 folmiil
(6)’de gosterildigi gibi hesaplanir ve 6rnek kiimeyi
bolmek icin en kiiciik Gini katsayisina sahip olan
noktalar segilir.
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Gini(S) =1-> p;® (6)
n=1

Burada S bir veri kiimesi ve | S | 6rneklerin sayisidir. Tiim
orneklerde n farkli 6znitelik C; bulunur. S veri kiimesinde C;
sinifina ait 6rnek sayisi | C; ’dir. P; olasilid1 ise ||CSI"| “dir [14].

E. Radyal Temel Fonksiyon Agi

Radyal temel fonksiyon agi (RBFN) lineer ¢ikis iiniteler-
ine tam olarak bagh tek bir gizli birim katmani olan ileri
bir besleme agidir. Cikig birimleri, gizli katman diigtimleri
tarafindan hesaplanan temel islevlerin dogrusal bir kombinasy-
onunu olugturur [15]. Gizli katmanin aktivasyon fonksiyonu
olarak genellikle Gauss fonksiyonu tercih edilmektedir. Gauss
fonksiyonu formiil (7) kullanilarak bulunabilir.

2
W = exp [chnl i=1,2,.. N )

2'Ui2

Burada x giris vektorii, C; «’inci temel iglevin merkezidir.
Y merkezin cevresindeki islevin genisligini belirleyen z’inci
temel fonksiyonunun dl¢ek faktorii, N gizli katman digiim-
lerinin sayist ve || . || kitasal normdur. RBF agmn ¢ikisi ise
formiil (8) kullanilarak hesaplanir [16].

N
yp =Y wik - ¢i(z),i=1..Nk=1.M ®)
i=1

Burada M c¢ikis diigiimlerinin sayisi, w;; gizli katmandaki
RBF aginin ¢ikt1 agirliklaridir.

III. KULLANILAN METRIKLER VE DENEYSEL
SONUCLAR

Bu calismada belirlenen veri seti %80 egitim verisi %20
test verisi olmak iizere iki kisma ayrilmigtir. Veri seti tizerinde
Weka yazilim paketi igerisindeki bulunan Rasgele Orman,
Naive Bayes, RBFN ve IBk siniflandiricilarinin performansi
ve hastalik tahmini hesaplanmuigtir.

A. Kullamilan Metrikler

Performans analizi yapilirken confisuion matris precision,
Recall, F-measure ve Accuracy metrikleri kullanilmigtir. Kul-
lanilan metrikler asagida tanimlanmigtir. Metriklerde bulunan
parametreler ise Tablo I’de gosterilmistir.

Tablo I: KARISIKLIK MATRISI

Beklenen Pozitif | Beklenen Negatif
Gergek Pozitif TP FN
Gergek Negatif FP TN

e TP (True Pozitif): Dogru sekilde tanimlanan pozitif
vakalarin oramdir.

e FP (False Negatif): Yanlighkla pozitif olarak
smniflandirilan negatif vakalarin oramdir.

e TN (True Negatif): Dogru siniflandirilmig negatif
vakalarin oranmdir.

e FN (False Negatif): Yanliglikla negatif olarak
smiflandirilan pozitif vakalarin oranidir.

Bir sistemin degerlendirmesini agiklamak icin en basit yol,
kesinlik (precision) ve duyarlilik (recall) olarak bilinen iki
metrigi kullanmaktir.

recision = L ©)]
b TP+ FP
TP
l= ————— 10
reca TPLFN (10)

F olciisti (f-measure) ise kesinlik ve hassasiyet paramet-
lerinin harmonik ortalamasidir.

(precision * recall)

Y

_ —92.
J = measure (precision + recall)

Dogruluk (accuracy) simiflandiricinin  dogrulugunu ve
yetenegini ifade eder. Ayrica yeni bir veri i¢in Ongoriilen
Oznitelik degerinin ne kadar iyi tahmin edilebilecegini belirtir.
Accuracy dogru olarak siniflandirilan 6rneklerin toplam 6rnek-
lere oranidir.

(TP +TN)
(TP +TN + FP + FN)

12)

accuracy =
B. Deneysel Sonuglar

Tanimlanan metrikler kullanilarak elde edilen ii¢ farkli
siiflandiricinin veri seti degerleri Tablo II' de gosterilmistir.

Tablo II: VERI SETi SONUCLARI

Rastgele Orman 1Bk RBFN Naive Bayes
TP Oran 1,000 0,897 | 0,983 0,966
FP Oran 0,000 0.103 | 0,017 0,034
Kesinlilik 1,000 0,898 | 0,983 0,966
Duyarliik | 1,000 0,897 | 0,983 0,966
F-ol¢iisit 1,000 0,896 | 0,983 0,966

Yapilan calismada kullanilan siniflandiricilarin performans
bagsar grafigi Sekil 1’de verilmisgtir.

70
60
1 H Toplam veri sayisi
40
30 M Basanh
Siniflandinlanlar
20
ki Basarisiz
10
Siniflandinlanlar
0

Native  IBk
Bayes

RBFN Rasgele
Orman

Sekil 1: Simiflandiricilarin Bagar1 Grafigi
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Sekil 2’de ise calismada kullanilan simiflandiricilarin basari
yiizdeleri verilmistir.

e 100
100 98,2759

98 | 96,5517

96

94

92

90

88

89,6552

24
Native Bayes 1Bk RBFN Rasgele

Orman

Sekil 2: Smiflandiricilarin Basar1 Yiizdeleri

Elde edilen sonuglara gore 58 adet veri iizerinde sirasiyla
Naive Bayes 56 adet, IBk 52 adet, RBFN 57 adet, Rasgele
Orman 58 adet veriyi dogru sekilde stniflandirmay1 basarmustir.
Kullanilan veri seti iizerinde en diisiikk dogruluk oran1 %89,65
ile IBk sinifindiricisina ait iken en yiiksek dogruluk orani ise
%100 ile Rasgele Orman siniflandiricisina aittir.

IV. SONUC

Bu calismada makine 6grenme algoritmalarinin UCI 2017
Autistic Spectrum Disorder Screening Data for Children veri
seti iizerinde gosterdikleri hastalik tahminine dayali basari
oranlar1 analiz edilmistir. Kullanilan veri seti 244 tanesi
egitim verisi 58 tanesi test verisi olacak sekilde iki kisma
ayrilmistir. Test verileri iizerinde IBk, Naive Bayes, RBFN
ve Rasgele Orman siniflandiricilart kullanilmigtir. Kullanilan
siniflandiricilarin performans analizinden elde edilen sonuglara
gore veri seti iizerinde IBk %89.65, Naive Bayes %96.55,
RBFN %98.27, Rasgele Orman ise %100 basar1 oran1 goster-
mistir.
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