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ÖZET 

Ġrem UYANIK 

KÜLTÜREL MĠRAS GÖRÜNTÜLERĠNĠN DERĠN ÖĞRENME YÖNTEMLERĠ ĠLE 

SINIFLANDIRILMASI 

Yüksek Lisans  

Konya, 2021 

Kültürel miras; bir toplumun veya ulusun ortak geçmiĢlerini gelenek ve göreneklerini 

oluĢturan aynı zamanda geleceğin de doğru kurulmasına yardım eden tarih ve kültürle 

ilgili soyut ve somut değerlerdir. GeçmiĢ ve gelecek arasında bağlantı kurduğundan 

değer verilmesi, saklanması ve korunması gerekmektedir. 

Kültürel miras görüntülerinin sınıflandırılması dijital belgeleme için gereklidir. Çok 

sayıda görüntü iĢleneceği için bunların sınıflandırılması sıkıcıdır, hatalara açıktır ve çok 

fazla zaman alır. Bu sıralama görevlerini kolaylaĢtıracak otomatik tekniklerin olması, 

dijital dokümantasyon sürecinin önemli bir bölümünü iyileĢtirecektir. Ek olarak, mevcut 

görüntülerin doğru bir Ģekilde sınıflandırılması, söz konusu miras varlığını inceleme ve 

yorumlama, daha iyi yönetme ve belirli terimler aracılığıyla daha verimli aramalara 

kolaylık sağlar. 

Literatüre bakıldığında daha çok uluslararası alanda ilgili çalıĢmalar yapıldığı 

görülmektedir. Bu çalıĢmada kültürel miras görüntülerinin doğru bir Ģekilde 

sınıflandırılması amacıyla derin öğrenme yöntemleri (AlexNet, GoogleNet, ResNet ve 

SqueezeNet) kullanılmıĢtır. Görüntü veri kümeleri ile önce eğitimleri tamamlanmıĢ 

daha sonra performans testleri gerçekleĢtirilmiĢtir. Sonuçlara bakıldığında hem eğitim 

hem de test süreçlerinde sistemin büyük oranda baĢarılı olduğu görülmüĢtür. Ġleride 

literatüre yeni ve faydalı çalıĢmalar eklenmesine olanak sağlamaktadır. 

Anahtar Kelimeler 

AlexNet, GoogleNet, ResNet, SqueezeNet, Derin öğrenme yöntemleri, Kültürel miras   
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ABSTRACT 

Ġrem UYANIK 

Classification of Cultural Heritage Images Using Deep Learning Methods 

Master‟s 

Konya, 2021 

Cultural heritage are intangible and tangible values related to history and culture that 

constitute the common pasts, traditions and customs of a society or nation, and also help 

to establish the future correctly. Because it connects the past and the future, it needs to 

be valued, preserved and protected. 

Classification of cultural heritage images is essential for digital documentation. 

Classifying them is tedious, error-prone, and takes too much time, as a large number of 

images will be processed. Having automated techniques to facilitate these sequencing 

tasks will improve a significant part of the digital documentation process. In addition, 

the correct classification of available images facilitates the examination and 

interpretation of the heritage asset in question, facilitating better management and more 

efficient searches through specific terms. 

Looking at the literature, it is seen that related studies are conducted in the international 

arena. In this study, deep learning methods (AlexNet, GoogleNet, ResNet and 

SqueezeNet) were used in order to correctly classify cultural heritage images. With the 

image datasets, first the training was completed and then the performance tests were 

carried out. Looking at the results, it was seen that the system was largely successful in 

both training and testing processes. It allows the addition of new and useful studies to 

the literature in the future. 

Keywords 

AlexNet, GoogleNet, ResNet, SqueezeNet,  Deep learning methods, Cultural heritage   
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1.GĠRĠġ 

Kültürel miras ve yerler bir ulus, hatta bütün dünya için çok önemlidir. Kültürel mirasa 

sahip mekanları gezip görmek, hakkında bilgi sahibi olmak bir ulusu tanımak demektir. 

Teknolojinin geliĢmesiyle, akıllı telefonlar ve tablet kullanımının yaygınlaĢmasıyla 

insanlar her türlü bilgiye kısa sürede ulaĢabilmektedir. Bu tezin amaçlarından birisi, 

kiĢilerin çektikleri kültürel miras fotoğraflarını, akıllı telefonlarına veya tabletlerine 

yüklediklerinde hem hızlı hem de doğru bir Ģekilde hakkındaki bilgilere ulaĢmasını 

sağlayacak model ya da modellerin belirlenmesidir. Bu açıdan bakıldığında, hedeflenen 

modelin daha az depolama alanı dolayısıyla daha az bellek gereksinimi ve daha az 

iĢlemci gereksinimi duyması beklenir.  

Kültürel mirasa sahip mekanların görüntülerinin depolanması ve sınıflandırılması 

günümüzde kültürel mirasın korunması için önemli bir görevdir. Çok fazla sayıda 

görüntü iĢlendiği için var olan tekniklerle yapılan sınıflandırmalar çok zaman ve emek 

istemektedir. Görüntünün doğru sınıflandırılması kültürel mirasın incelenmesi ve 

yorumlanması için önem teĢkil etmektedir. Bu tezin diğer amacı, kültürel mirasın 

korunması sürecinde tarihsel miras görüntülerinin sınıflandırılmasında derin öğrenme 

modelleri için en yüksek doğruluğun elde edilmesini araĢtırmaktır. Kültürel miras 

çalıĢmalarında kullanılacak bir sistemin istemci-sunucu mimarisinde olması mantıklıdır. 

Sunucu bilgisayarda istemcilerden gelecek anlık görüntü sınıflandırma talepleri için 

kullanılacak eğitilmiĢ derin öğrenme modelimiz yer alabilir. Ya da, istemcilerden gelen 

görüntüler biriktirilerek derin öğrenme modeli çevrim-dıĢı biçimde eğitilebilir. 

Modelimiz güçlü bir sunucuda çalıĢacağı için iĢlemci hızı ve depolama gereksinimi 

ikincil olarak düĢünülecek önemdedir (Junuz, 2019 (Llamas v.d., 2017). 

Bu tez çalıĢmasında,  derin öğrenme modelleri sıfırdan eğitilerek ya da önceden 

eğitilmiĢ olanların üzerinde ince ayar yapılarak performansları değerlendirilmiĢtir. Tüm 

bunlar kültürel değeri olan yapıların görüntülerinin sınıflandırılması için uygulanmıĢtır. 

Yüksek doğruluk değerleri elde edildiği takdirde otomatik bilgilendirmeye ve kültürel 

mirası koruma çalıĢmalarına katkı sağlayacağı düĢünülmektedir.  

Bu tez çalıĢması genel olarak literatürde “sahne tanınma ve sınıflandırma” kavramı 

kapsamında yapılan çalıĢmalar baĢlığı altında değerlendirilebilir. Daha önce yapılan 
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„sahne tanıma ve sınıflandırma‟ iĢlemlerinde farklı yöntem ve yaklaĢımlar 

kullanılmıĢtır. Bu yöntem ve yaklaĢımlar genel olarak iki temel baĢlıkta ele alınmıĢtır:  

1. Nesne tanımaya bağlı sahne sınıflandırma 

2. DüĢük seviyeli görüntü özelliklerini kullanarak sahne sınıflandırma 

Nesne tanımaya bağlı sahne sınıflandırması için nesne tanımayı kullanmak, sahne 

sınıflandırmasına yönelik temel bir yaklaĢımdır ve düĢük seviyeli özellikleri kullanarak 

yapılması zor ve karmaĢık sahnelerin tanınmasına yardımcı olur. DüĢük seviyeli 

görüntü özelliklerinin sahne sınıflandırması için etkili bir iĢlem olduğu kanıtlanmıĢtır, 

yüksek seviyeli iĢlemler için, bu tür düĢük seviyeli görüntü örnekleri yeterli değildir. 

Ama nesne bankası örneği kullanılarak yüksek seviyeli görsel tanıma görevlerinde 

baĢarılı sonuçlar elde edilebilir ( Li vd., 2010)(Felzenszwalb vd., 2010).  

DüĢük seviyeli görüntü iĢlemleri; birçok çalıĢmada düĢük seviyeli iĢlemler 

kullanılmaktadır. Buradaki zorluk, görüntünün anlamsal bağlamını çıkarmak için 

baĢarıyla kullanılabilecek düĢük seviyeli özellikleri bulmaktır. Görüntüden sahne 

tanıma amacıyla çıkarılabilecek birçok özellik arasında doku, yönelim ve renk yaygın 

olarak kullanılmıĢ ve farklı veri setleri ve sınıflandırıcılar ile uygulanmıĢtır. Doğal 

sahne kategorilerini öğrenmek için yapılan çalıĢmalarda görüntü tanımlama için düĢük 

seviyeli doku özellikleri kullanılmıĢtır. BaĢlangıçta yerel bölgeler farklı ara temalar ve 

ardından kategoriler halinde sınıflanır. Sahneleri temsil etmek için kod kelimelerinin 

dağılımından en iyi yararlanılan modeli elde etmek için öğrenme algoritması, 

değiĢtirilmiĢ bir Latent Dirichlet modelidir. Bir görüntünün bir temaya zor bir Ģekilde 

atandığı geleneksel sahne modellerinin aksine, algoritma bir görüntü ile 

iliĢkilendirilebilecek bir tema koleksiyonu üretir. Renk tabanlı özellikler nadiren 

kullanılsa da bazı durumlarda sahneleri ayırt etmede çok daha kullanıĢlı ve güçlüdür. 

Renk tanımlayıcılar, ayırt etme gücünü artırmak için sahne ve nesne tanıma için 

kullanılabilir. Teorik ve deneysel sonuçlardan, ıĢık yoğunluğunun ve açık-koyu renk 

değiĢikliklerinin sınıflandırmayı etkilediği görülmüĢtür (Blei vd., 2003)(Van De Sande 

vd., 2010).  

Ġç ve dıĢ mekan sınıflandırma; yüksek seviyeli sahne özelliklerinin özellikle iç mekan - 

dıĢ mekan sahne alma problemi için düĢük seviyeli özelliklerin sınıflandırılmasından 

elde edilebilmektedir. Algoritmalar üç tür özellik çıkarır; ilki, ohta renk uzayındaki 
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histogram, bir diğreri çok çözünürlüklü eĢ zamanlı otoregresif model parametreleri, 

üçüncüsü ise değiĢmez katsayılar. Performansın, alt bloklardaki bilgilerin 

sınıflandırılarak ve bunların toplanıp birleĢtirilerek geliĢtiği görülmüĢtür.  Sahnelerin 

kategorisini tahmin etmek için düĢük seviyeli özellikler kullanır. Bu, bayes ağı 

kullanılarak yapılan basit bir iç-dıĢ mekan sınıflandırmasıdır. DüĢük boyutlu renk ve 

dalgacık dokusu özellikleri, destek vektör makinesi (DVM) sahneleri sınıflandırmak 

için kullanılır (Szummer ve Picard, 1998)(Serrano vd., 2004).  

Anlamsal tipiklik; gerçek dünyadaki doğal sahnelerin kategorize edilmesinde ilginç bir 

anlamsal tipiklik kavramı vardır. Önerilen tipiklik ölçüsü, bir sahne kategorisine göre 

bir görüntünün benzerliğini derecelendirmek için kullanılır. Tipiklik, görüntünün 

belirsizliği için bir ölçü olarak tanımlanır. Bu önemli bir kavramdır çünkü birçok doğal 

sahne belirsizdir ve kategorizasyon doğruluğu bazen açıklamayı gerçekleĢtiren belirli 

bir kiĢinin fikrini yansıtır. Anlamsal tipiklik ölçüsü, doğal gerçek dünya sahnelerinin 

kıyılar, nehirler-göller, ormanlar, ovalar, dağlar ve gökyüzü-bulutlar dahil altı sahneye 

göre benzerliğini bulmak için kullanılır. Tipiklik, ortaya çıkma sıklığının bir sonucudur 

yani en tipik olarak kabul edilen ögeler kategori içindeki en çok ortak olan özelliklerdir 

(Rosch ve Mervis, 1975) (Rosch ve Mervis, 1976)(Vogel ve Schiele, 2004).  

Yapılandırmalı tanıma; bu sistemde, modellerin elle iĢlenmesi yerine, otomatik bir 

iĢlemin örnek kümedeki resimler arasındaki ilgili iliĢkileri tanımlayan bir dizi Ģablon 

oluĢturabildiği bir iyileĢtirme yapılmıĢtır. Bulanık kısım tabanlı bir model içinde 

tanımlanmıĢ ve bulanık kümeler de bir görüntüdeki uzamsal tanımlayıcılar için yaygın 

ve etkili bir Ģekilde kullanılmıĢtır ve daha yakın zamanda, bulanık uzaysal iliĢkiler 

deforme olabilen modellere entegre edilmiĢ ve MRI görüntülerine uygulanmıĢtır 

(Miyajima ve Ralescu, 1994 )(Colliot vd., 2006). 

Kovaryans tanımlayıcı; sahne düzeyinde coğrafi görüntü sınıflandırması için kovaryans 

tanımlayıcısına dayalı denetimli bir iĢbirlikçi çekirdek kodlama yöntemi önerilmektedir. 

Kovaryans tanımlayıcı; renk, uzamsal konum ve gradyan gibi farklı özelliklerin bir 

kovaryans matrisidir; rotasyon ve ölçek değiĢmezdir, ancak Riemannian uzayında 

bulunur ve bu nedenle öklid uzayında kullanılan geleneksel hesaplama ve matematiksel 

modeller kullanılamaz. Yöntem, üç aĢamalı bir süreç olarak görülebilir. Ġlk adım covd 

özelliklerini coğrafi sahne görüntüsünden çıkarmaktır. Ġkinci adımda, kodlama temsil 
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aĢamasında iĢbirlikçi çekirdek kodlaması denetlenir ve doğrusal sınıflandırma aĢaması 

gerçekleĢtirilir. Son olarak, sınıflandırma aĢamasında, sözlük katsayılarına ve öğrenilen 

lineer sınıflandırıcıya dayalı olarak bir etiket vektörü türetilir. Bu yöntem, sahne 

düzeyinde coğrafi görüntü sınıflandırması için verimli bir yöntemdir ve yüksek 

çözünürlüklü hava görüntüsü veri kümesinde tatmin edici performans sağlamaktadır 

(Yang vd., 2016). 

Sahnenin Ģekli; bu yaklaĢımda sahneyi tek bir Ģekle sahip tek bir nesne olarak ele 

almayı önermektedir. Sahnenin uzamsal özelliklerini tanımlamaya özel olarak ayrılmıĢ 

birkaç algısal boyutu kullanarak sahnenin Ģeklini bulmak için bir hesaplama modeli 

önerilmektedir. Mekanın Ģeklini tanımlayan duvarlar, kesit, yükseklik vb. bir küme 

olarak tanımlanır. Algoritmalar, etiketli eğitim verilerinden temel sahne kategorilerinin 

spektral imzalarını öğrenir. Daha sonra global özellikler ve spektral özellikler arasındaki 

iliĢkiyi bulmak için bir öğrenme algoritması kullanılır (Oliva ve Torralba 2001). 

Sahnenin ötesinde tanıma; amacı, görüntüdeki olayı tanımak-sınıflandırmak ve aynı 

zamanda görüntü içindeki nesneye ve sahne ortamına bir dizi anlam katmaktır. Olayın, 

sahneye ve nesneye bağlı olduğu varsayılır, ancak her ikisi de olayı tahmin etme 

olasılığını etkiler. Sahne tanıma, olay tanımayı büyük ölçüde etkiler. Ġlk yaklaĢım olarak 

olay tanıma aslında sahne tanımadır. Sahne ve nesne tanımaya ek olarak, olayı doğru bir 

Ģekilde tanımlamada görüntünün düzeninin önemini anlaĢılmıĢtır. Görüntünün düzenini 

tanımlamak için bazı basit ipuçları kullanırlar ve tüm sahnenin ne (olay), nerede (sahne) 

ve kim (nesne) tanımasını gerçekleĢtirerek bir görüntüye bütünleĢtirici ve hiyerarĢik 

etiketler sağlamayı baĢarırlar. BaĢka bir çalıĢmada ise sahne sınıflandırmasında insan 

performansını ölçmüĢ ve bunu son teknoloji algoritmalarla karĢılaĢtırmıĢlardır. Hem 

insan hem de algoritma sonuçlarında hatalar oluĢmuĢtur, insanlar anlamsal olarak 

benzer kategoriler arasında gidip gelirken, algoritmalar sahte görsel eĢleĢmeler 

nedeniyle anlamsal olarak alakasız sahneler arasında hata yapmıĢlardır. Gerçek dünya 

genellikle sahnelerin kombinasyonunu içerdiği için, tüm bir görüntünün tamamını bir 

sahneyle etiketlemek yerine görüntülerdeki sahne türünü tanıma fikrini önermiĢlerdir. 

Bu yeni ve ilginç bir fikirdir ve gelecekteki sahne tanıma algoritmalarının 

ilerleyebileceği yönlerden biri de olabilir (Murphy vd., 2003)(Fei-Fei ve Perona 2005) 

(Xiao vd., 2010). 
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Bu çalıĢmada ise, kiĢilerin doğru biçimde ve kısa sürede bilgilendirilmesini sağlamak ve 

kültürel mirasın korunması çalıĢmalarına katkı sağlamak amacıyla farklı derin öğrenme 

modellerinin aktarım öğrenmesi yöntemi ile kullanılarak farklı kültürel miras 

görüntüleri üzerinde sınıflandırma performansları değerlendirilmiĢtir. 

Kültürel miras; kültürümüzle, tarihimizle ilgili somut ve soyut değerlerin tümüdür 

(ĠSMEP, 2014). 

UNESCO ‟ ya göre kültürel miras ġekil 1‟deki gibi kategorize edilmektedir.  

 

ġekil 1. Unesco'ya göre kültürel mirasın sınıflandırılması  

(Kaynak: Kurniawan v.d., 2011) 

ġekil 1‟e göre kültürel miras, somut kültürel miras ve soyut kültürel miras olmak üzere 

ikiye ayrılmaktadır. Somut kültürel ise hareketli miraslar ve hareketsiz miraslar Ģeklinde 

iki farklı kategori altında düĢünülmektedir. Hareket eden miraslar; resimler, heykeller, 

mobilyalar, duvar boyamaları ve belgelerden oluĢur. Hareket edemeyen miraslar ise; 

tarihi binalar, anıtlar ve arkeolojik sitelerdir. Kültürel mirasın diğer bir kolu olan soyut 

kültürel miras ise; sözlü gelenek ve destanlar, geleneksel beceriler, doğa ve dünyayla 

ilgili alıĢkanlıklar olarak ayrılır. 
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2.LĠTERATÜRDE YAPILMIġ BENZER ÇALIġMALAR 

Literatür incelendiğinde, kültürel miras görüntülerinin yapay zeka yöntemleri ile 

sınıflandırılması ile ilgili hiç ulusal yayın olmadığı ve çok az uluslar arası yayın olduğu 

görülmektedir.  

Jose Llamas, Pedro M. Lerones, Eduardo Zalama, Jaime Gómez-García-Bermejo, 

kültürel mirasın (KH) dijital olarak belgelenmesi, büyük miktarda görüntünün 

yorumlanması ve sınıflandırılması konusunda bir çalıĢma yapmıĢlardır. Fotoğrafların 

yorumlanmasına ve semantik terimler kullanılarak arama yapılmasına olanak tanıyan 

otomatik tekniklerin mevcudiyeti, proje geliĢtirme çalıĢmalarını kolaylaĢtırmıĢtır. 

Makalelerinde, kültürel mirasın görüntülerini analiz etmek için derin öğrenme 

tekniklerinin, özellikle evriĢimli sinir ağlarının (CNN'ler) kullanımı 

değerlendirilmektedir. Bu tekniklerin uygulanmasının, kültürel mirasın dijital 

belgelenmesinde aranan hedeflere önemli katkılarda bulunabileceği düĢünülmektedir 

(Llamas v.d., 2016). 

Montoyo Obeso A. , Garcia Vazquez M. S. , Ramirez Acesto A. A. , Benois-Pineau J., 

çalıĢmalarında multimedya içeriğinin otomatik açıklaması, esas olarak sınıflandırma 

görevleri ve büyük veri sıralaması için geliĢtirilmiĢtir. Kültürel mirasın korunması, bu 

yöntemin uygulanması için büyük önem taĢıyan bir alan olduğunu düĢünmüĢler ve 

Meksika kültürel mirasının dijital fotoğraflarındaki binaların mimari tarzlarının 

sınıflandırılması konusunda bir çalıĢma yapmıĢlardır. Bu çalıĢmada, görüntülerdeki 

görsel dikkati tahmin etmek için belirginlik odaklı bir yaklaĢım kullanarak, bunu 

Meksika binalarının mimari stilini tanımlamak için bir EvriĢimsel Sinir Ağı eğitmek 

için kullanmıĢlardır. Ayrıca, geleneksel kırpılmıĢ görüntü ve belirginlik haritaları 

altında eğitilen modellerin davranıĢlarının bir analizini sunulmuĢ olup bu anlamda, 

doğrulama veri setinde %97'lik bir sınıflandırma oranına ulaĢan belirginlik tabanlı 

CNN'lerin performansının geleneksel eğitimden daha iyi olduğunu kanıtlamıĢlardır. Bu 

teknikle Meksika kültürel mirasının otomatik belgelenmesinde geniĢ katkı 

sağlayabileceği düĢünülmektedir (Obeso 2016). 

Jankovic R.‟e göre görüntü sınıflandırma, dijital çağın en önemli görevlerinden biridir. 

Kültürel miras açısından, görüntü sınıflandırması genellikle çok büyük veri kümeleri 

kullandığından, iyi doğruluk elde eden ancak aynı zamanda daha az hesaplama yoğun 
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olan sınıflandırma yöntemleri geliĢtirmek önemlidir. Bu çalıĢma, farklı sınıflandırma 

algoritmalarını eğitmeyi ve test etmeyi amaçlamıĢtır ve bunları EvriĢimli Sinir Ağı'ndan 

(CNN) elde edilen sonuçlarla karĢılaĢtırılmıĢtır. Görüntülerden üç tür özellik 

çıkarılmıĢtır: (i) kenar histogramı, (ii) renk düzeni ve (iii) JPEG katsayıları. 

Algoritmalar öznitelik seçimi uygulanmadan önce ve uygulandıktan sonra test edilmiĢ 

ve sonuçlar her iki durumda da çok katmanlı algılayıcı için en iyi sınıflandırma 

performansının elde edildiğini göstermiĢtir (Jankovic, 2019). 

Cosovic M. ve Jankovic R.‟e göre kültürel miras görüntü sınıflandırması, dijitalleĢme 

sürecindeki en önemli görevlerden birini temsil etmektedir. Görüntü sınıflandırması için 

evriĢimli sinir ağı kullanılmıĢtır, aynı mimari 10 kategoriden oluĢan tam veri kümesi ve 

5 farklı görüntü kategorisine sahip veri kümesine uygulanmıĢtır. Sonuçlar, her iki 

mimarinin de iyi performans gösterdiğini ve %90'a varan doğruluk elde ettiğini 

göstermiĢtir (Cosovic  Jankovic, 2020). 

Kulkarni UN., Meena S.M., Gurlahosur S.V., Mudengudi U. ÇalıĢmalarında 

Hindistan‟ın, zengin kültürel mirasa sahip, özellikle de 37'si UNESCO tarafından 

listelenen miras alanı olan ünlü mimari mekanlara sahip bir ülke olduğu ve bu kültürel 

varlıkların arĢivlenmesi, belgelenmesi ve bilgilerinin paylaĢılması görevi oldukça zor 

olduğu belirtmiĢleridir. Görüntülerin doğru etiketine (miras alanı) doğru bir Ģekilde 

tahmin edilmesi, belirli terimler aracılığıyla daha etkili aramalara olanak tanır ve 

böylece miras varlıklarının incelenmesine ve anlaĢılmasına yardımcı olabileceği 

söylenmiĢtir çünkü görüntüleri içeren verilerin sınıflandırılması karmaĢıktır ve zaman 

alıcıdır. Mevcut makine öğrenimi teknikleri, görüntülerin sınıflandırılmasını otomatize 

etmek için kullanılabilir. Yüksek iĢlemli bilgi iĢlem kaynaklarının ortaya çıkıĢı, son 

teknoloji makine öğrenimi ve derin öğrenme algoritmaları somut çözümler sağlar. Bu 

yazıda, Hindistan Dijital Miras Alanı (IHDS) anıt verilerini toplamak, görüntü 

sınıflandırması gerçekleĢtirmek ve Görüntü etiketlerinin sorguya dayalı olarak 

alınmasını sağlamak için bir kitle kaynaklı platform önerilmiĢtir. Ayrıca, ImageNet 

Dataset üzerinden önceden eğitilmiĢ MobileNet V2 mimarisinde IHDS veri seti 

kullanılarak yeniden eğitilen, transfer öğrenme tabanlı bir görüntü sınıflandırıcı 

tasarlanmıĢtır. Önerilen transfer öğrenme algoritması %98.75 çıkarım doğruluğunu 

görülmüĢtür (Kulkarni v.d., 2019). 
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3.KULLANILAN YÖNTEMLER 

3.1.Yapay Sinir Ağları 

Genel bir tabirle yapay sinir ağları insan beyninin biyolojik sinir yapısını taklit eder. 

Önceden öğrenilmiĢ ya da sınıflandırılmıĢ bilgileri kullanarak yeni bilgiler meydana 

getiren ve karar verebilen bilgisayar programlarıdır. Örüntü tanıma, sistem tanılama, 

robotik, sinyal iĢleme, nonlineer denetim alanları gibi birçok alanda kapsamlı bir Ģekilde 

kullanılmaktadır. 

Tekniksel olarak yapay sinir ağının iĢlevi, girdi seti olarak kendisine verilen bilgilere 

karĢılık bir çıktı elde edebilmektir. Bunun yapılabilmesi için ağ eğitime girer ve ağ 

genelleme yapabilecek ve karar verebilecek düzeye ulaĢır. Sonrasında alınan eğitim ve 

kazanılan tecrübe sayesinde çıktıları belirler (Efeoğlu ve Kaynak, 1999) (Efeoğlu vd., 

1999)(Narendra ve Parthasarathy, 1990). 

Günümüze gelinceye kadar yapay sinir ağları farklı alanlarda kullanılmıĢtır. Bu 

uygulama alanlarına; üretim planlama, beyin modellemesi, kalite kontrolü, parmak izi 

tanıma, otomatik araç denetimi, kredi kartı hilelerini açığa çıkartma, akıllı araçlar ve 

robotlar için yol saptama, ses tanıma, meteoroloji yorumlama, elektrik iĢareti tanıma, el 

yazısı saptama, hastalıkların tanımlanması ve tedavisi, radar ve sonar sinyalleri 

sınıflandırma, spam maillerin filtrelenmesi olarak örneklerlendirilebilir (Keskenler ve 

Keskenler, 2017). 

Yapay sinir ağı insan beyninin öğrenme sürecinden yola çıkılarak ortaya atılmıĢ bir 

yaklaĢımdır. Bu yaklaĢım ilk kez 1943 yılında, insan beynindeki hücrelerin yapısının 

matematiksel modellemesi örnek alınarak oluĢturulmuĢtur. 1980 yılından sonra yapay 

sinir ağları konusunda büyük geliĢmeler yaĢanmıĢtır bu sebeple yapay sinir ağlarını 

araĢtırılırken 1980 öncesi ve sonrası olarak ayırmak gereklidir. Yapay sinir ağlarının 

tarihsel süreci aĢağıdaki gibi özetlendirilebilir; 

1940 yılından önce mühendislik değeri olmayan çalıĢmalar yapılmıĢtır. 

Warren McCulloch ve Walter Pitts (1943): ilk yapay sinir ağı modelidir. AraĢtırmacılar, 

ilk yapay sinir ağı hücresinin yapısını oluĢturarak YSA‟nın temelini attılar. McCulloch 

ve Pitts, elektrik devrelerini kullanarak bu hücreyi geliĢtirmiĢlerdir. Yapay sinir 

hücreleri sayesinde mantıksal ifadelerin formülize edilebildiği anlaĢıldı. Daha sonra iki 
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veya daha fazla hücrenin birlikte çalıĢması gerektiğini anlayarak paralel çalıĢtırma ile 

öğrenme kurallarını ortaya çıkarmaya baĢladılar (McCulloch ve Pitts, 1943). 

Donald Hebb (1949): “Organization of Behavior” isimli kitabında “Hebbian öğrenme” 

ile iliĢkili baĢlıca teoriyi ele aldı. Hebb prensibi sayesinde sinir ağının bağlantı sayısı ile 

öğrenebilmenin bağlantılı olduğu anlaĢıldı. 1950‟den sonra bazı araĢtırmacılar Hebb 

prensibinden faydalanarak yapay sinir ağının etkisini artırıcı bazı çalıĢmalarda 

bulunmuĢlardır. Aynı dönemlerde IBM laboratuvarlarında yapay sinir ağı ile ilgili 

simülasyon çalıĢmaları baĢarısızlığa uğramıĢtır (Hebb, 1943). 

Frank Rosentblatt (1957): 1957 senesinde “Perceptron” bulunduktan sonra yapay sinir 

ağı alanındaki buluĢlar hızla çoğalmıĢtır. Bu çalıĢmadaki perceptron kavramı, en basit 

haliyle tek katmanı ve tek çıkıĢı olan yapay sinir ağıdır (Rosentblatt, 1957). 

Widrow ve Hoff (1960): Bernand Widrow ve Marcian Hoff 1959 senesinde Stanford 

Üniversitesinde ADALINE ve MADALINE olarak adlandırdıkları yapay sinir ağı 

modellerini geliĢtirdiler. Bu modeller, yapay sinir ağlarının mühendislik alanına yönelik 

ilk çalıĢmalarıdır. ADALINE daha sonraki yapay sinir ağı çalıĢmalarının temelini 

oluĢturmuĢtur. MADALINE telefon hatlarında oluĢan ses yankılarını ortadan 

kaldırmada kullanılmıĢtır ve ilk sinir ağı olup halen kullanılmaktadır. 1963 yılında 

Widrow‟un geliĢtirdiği ters sarkaç denetleyicisi MADALĠNE‟ın en iyi örneklerindendir  

(Widrow ve Hoff, 1960). 

Anderson (1972) ve Kohonen (1972): bu iki çalıĢmacı birbirlerinden habersiz bir 

Ģekilde hemen hemen aynı sonuçlara ulaĢtıkları “çağrıĢımlı bellek” konulu çalıĢmalarını 

yayımladılar. Bu araĢtırmacılar, 1980 yılına gelindiğinde 10 yıla yakın durağan bir 

dönemin sonunda emeklerinin karĢılığını almıĢlar ve yapay sinir ağları çalıĢmalarındaki 

duraklama süreci sona ermiĢtir (Anderson, 1972) (Kohen, 1972). 

Fukushima (1979): Fukushima, 1970 yılının sonlarında görüntü iĢlemeye yönelik 

NEOCOGNITRON modelini geliĢtirdi. Bu model, biyolojik doğruluk yerine sonuçların 

kullanılabilirliği konusunda pragmatist yaklaĢım içeriyordu. Bu modelin ardından daha 

fazla mühendislik uygulamaları görülmüĢtür (Fukushima vd., 1979). 

Rumelhart, Hinton, &  Williams (1986): 1982‟de Hopfield tarafından ağların önemli 

sınıflarının matematik temelleri geliĢtirilmiĢtir. Gezgin satıcı probleminin çözülmesi bu 

yapıya en iyi örnektir. Yapay sinir ağları için bir icat olan çok katmanlı algılayıcıların 
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yaratılmasında kayda değer bir basamak olan Rummelhart‟ın paralel programlama 

çalıĢmalarını kapsayan, 2 cilt olarak 1986 ve 1988 yıllarında basılan eserler bu 

çalıĢmaların temelini oluĢturmuĢtur (Rumelhart vd., 1986) (Rumelhart ve McClelland, 

1986) (Rumelhart ve McClelland, 1988). 

Broomhead & Lowe (1988): Broomhead ve Lowe “Radyal tabanlı fonksiyonlar” 

modelini 1988 yılında oluĢturmuĢlardır. Bu ağ modeli çok katmanlı algılayıcılara 

alternatif olarak geliĢtirilmiĢtir ve çok daha büyük baĢarılar elde edilmiĢtir. Bunlara ek 

olarak Specht, bu ağların geliĢmiĢ modeli olan “Genel Regrasyon Ağları” ve 

“Probalistik Ağları” adlı modelleri geliĢtirmiĢtir (Broomhead ve Lowe, 1988). 

Pan, Z., Rust, A. G., & Bolouri, H. (2000): Çok katmanlı sinir ağı modelinin meydana 

çıkmasıyla birlikte katmanların sayısını artırarak daha baĢarılı sonuçlar elde edilmesi 

için Convulotional Neural Network (CNN) geliĢtirilmiĢtir. Buradaki sinir ağı yapısı 

gizli katmanlar içermekte ve elde edilen sonuçlar epeyce baĢarılı olmaktadır (Pan vd., 

2000). 

Hinton & Salakhutdinas (2006): 2006 senesinde Geoffrey Hinton ve Ruslan 

Salakhutdinas‟ın birlikte yayınladığı makale ile derin öğrenme terimi ortaya atılmıĢ ve 

derin öğrenme çalıĢmaları baĢlamıĢtır (Hinton ve Salakhutdinov, 2006). 

3.2.Derin Öğrenme 

Hinton yaptığı çalıĢmalar sonucu elde ettiği sonuçlarlarla birlikte yayınladığı makalede 

yapay sinir ağlarına taze bir yaklaĢım getirmiĢtir. Bu yaklaĢım derin öğrenme (Deep 

Convolution Neural Network) olarak isimlendirilmiĢtir. Konvolüsyonel sinir ağları çok 

katmanlı sinir ağları olarak tanımlanmaktadır. Bu sinir ağı yapısı ile kayda değer 

çalıĢmalar yapılmıĢ ve büyük oranda baĢarılı sonuçlar kazanılmıĢtır (Hinton ve 

Salakhutdinov, 2006)(Krizhevsky vd., 2012)(Szegedy vd., 2015). 

Derin Öğrenme ilk olarak 2012 senesinde bilim alanında büyük ses getirmiĢtir. Nesne 

tanımlama kategorisinde en büyük yarıĢma olan Büyük Ölçekli Görsel Tanıma 

YarıĢması (ImageNet)(Competition 2012) o sene derin öğrenmede temel mimari 

varsayılan EvriĢimsel Sinir Ağı(ESA) ile kazanıldı. Bu yarıĢmada Derin Öğrenmenin 

çok büyük bir yükseliĢe geçmesinin nedeni yarıĢmada %26,1 olan Top-5 hata oranı 

%15,3‟e düĢürülmesidir. Derin Öğrenmedeki ilerlemeler neticesinde Top-5 hata oranı 

%3,6‟ya kadar düĢürülmüĢtür (Krizhevsky vd., 2012 ). 
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Derin öğrenmenin tarihi çok geçmiĢe dayanmasına karĢılık son yıllarda baĢarılı sonuçlar 

elde dilmiĢtir. Bunun en önemli nedenlerinden biri elde edilen verilerin fazla olmasıdır.  

Son yıllarda, iĢ dünyasında analitik, büyük veri ve yapay zeka gibi kelimeler büyük ilgi 

görüyor. Bunun en önemli nedenlerinden ilki, üretilen veri miktarı son zamanlarda 

büyük ölçüde artıĢ göstermesi, ikincisi ise etkili pazarlama programlarının bir “analitik” 

yarıĢına girmesidir. 

Her gün çok fazla sayıda veri elde edilmektedir ve elde edilen bu veriler, derin 

öğrenmenin iĢlemesini sağlayan tek kaynaktır. Derin öğrenme algoritmaları eğitim 

iĢlevini yapabilmek için çok büyük miktarda veriye ihtiyaç duyar, veri üretimindeki bu 

artıĢ, son zamanlarda derin öğrenme yöntem ve iĢlevlerinin artmasına neden olmuĢtur. 

Daha fazla veri üretmeye ilave olarak, derin öğrenme algoritmaları, yapay zekanın 

geliĢmesinin yanında, günümüzde kullanılan daha güçlü bilgi iĢlem gücünden 

faydalanır.  

Derin öğrenme, makinelerin çok farklı ve karmaĢık sorunların bile çözülmesini sağlar. 

Derin öğrenme algoritmalarının iyi performans sağlaması ne kadar çok eğitime 

girdiğine bağlıdır. 

KiĢiler ve kurumlar arasında da günden güne artan veri sayısı ve çeĢitliliği, yeniliklere 

yol açma ve geleceğe yön verme konusunda kiĢiler ve kurumlar arasında da fark edilmiĢ 

ve bu teknolojilere ağırlık vermelerine neden olmuĢtur (Demirden, 2019). 

3.2.1.Derin Öğrenme Katmanları  

GiriĢ (Input) Katmanı: Verilerin giriĢ katmanı olarak kabul edilmektedir. Sinir ağlarında 

elde edilecek olan veri kümesi ağın mimarisine göre belirlenmelidir. Sinir ağına girecek 

olan veriler giriĢ katmanına eğitim için girerler ve „girdi verisi‟ olarak adlandırılırlar. 

Veriler arka arkaya gelerek bir veri seti oluĢturur (Tamura ve Tateishi, 1997).  

Konvolüsyon(Convolution) katmanı: Bu katman konvolüsyonel sinir ağlarının temelini 

oluĢturur. Bu katmanda girdi verisi üzerinde daha önceden belirlenen bir filtrenin girdi 

verisi üstünde gezdirilerek girdinin belirgin ve farklılık yaratan özelliklerinin açığa 

çıkmasını hedeflemektedir. Filtreleme iĢlemi sonunda giriĢ verisinden daha küçük bir 

matris ortaya çıkartır (Ciresan, 2011). 
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Aktivasyon (Relu) katmanı: Konvolüsyon katmanından sonra aktivasyon katmanı gelir. 

Çok fazla aktivasyon fonksiyonu bulunmasına rağmen derin öğrenme mimarilerinde 

Relu (Rectified Linear Unit) 𝑓(𝑥) = max(0, 𝑥) fonksiyonu kullanılmaktadır. 

Aktivasyonsonucunda elde edilen değer negatif ise 0 pozitif ise 1 değerini alır 

(Krizhevsky vd., 2012)(Jarrett vd., 2009). 

Havuzlama (Pooling) Katmanı: Havuzlama katmanı genellikle relu katmanından sonra 

yer alır. Havuzlama katmanı verilerin giriĢ boyutunu azaltır ve bir sonraki katman için 

hazırlar. Bu iĢlem sonrasında veride kayıplar oluĢabilmektedir ama verilerde 

oluĢabilecek bu kayıplar ağın hızlanmasına sebep olmaktadır. Böylelikle hesaplama 

miktarı ve bellek alanı da azalır (Hinton vd., 2012).  

Tam Bağlı (Full-Connected) Katman: Bu katmandaki bütün nöronlar tek sıra Ģeklinde 

görünür. Katmandaki nöronlar, önceki katmandaki aktivasyonların hepsine bağlı 

durumdadır, özellikler önceki katmana bağlıdır. Nesneyi belirleyecek olan özelliklerin 

hangi sınıfla bağlantılı olduğu saptanır. Bir tam bağlı katman bir sınıfla iliĢki derecesi 

yüksek olan belirleyici özelliklere bakar. Bu özellikler göz önüne alınarak hangi sınıfa 

ait olduğu belirlenir (Lin vd., 2013)(LeCun vd., 1995). 

Dropout Katmanı: Çok katmanlı yapay sinir ağlarında sinir ağı eğitilirken aĢırı öğrenme 

denilen ağın ezberlenmesi durumu oluĢur. Bu durumun oluĢması istenmez. Ağın 

ezberlenmesini engellemek için ağda ezber yapan bazı düğümlerin yok edilmesi 

gerekmektedir ve ağın ezberlenmesi ortadan kaldırılmaya uğraĢılır (Srivastava vd., 

2014). 

Dropout katmanı: Tam bağlı katmanlar için bir düzenleme katmanıdır. Dropout iĢlemi, 

sinir ağının düzgün hale gelmesi iĢlemini yerine getirdiği yapılan test performanslarıyla 

kanıtlanmıĢtır (Tang, 2013). 

Sınıflandırma (Classification) katmanı: Sınıflandırma katmanında iĢlem yapılacak küme 

sayısı kadar elde edilir. Sonuçlardan her biri bir sınıfı temsil eder. Son katman olan 

sınıflandırıcı katman için genellikle softmax sınıflandırıcı kullanılır (Ciresan, 2011). 

YumuĢatma (Softmax) Katmanı: Softmax katmanı sınıflandırma iĢlemi yapmak için tam 

bağlı katmandan girdi verisini alır. Hangi sınıfa ait olduğuna dair bilgi üretir. Derin 

öğrenme ağı içerisinde her bir sınıf için olasılık değerini belirler. Bu iĢlemler için çapraz 

etnropi kullanılır (Tang, 2013). 



13 

 

Normalizasyon (Normalization) Katmanı: Derin konvolüsyonel sinir ağlarının 

eğitilmesi ve hesaplanması çok fazla zaman almaktadır. Nöronların aktivasyonu 

normalize edilirse eğitim süresi azalabilir. Çoğunlukla Relu katmanı sonrasında 

normalleĢtirme iĢlemi gerçekleĢtirilir (Li vd., 2015). 

Derin öğrenme mimarileri aĢağıdaki gibi sınıflandırılabilir: 

  Konvolüsyonel Sinir Ağları  (Convolution  Neural Network-CNN) 

 Tekrarlayan Sinir Ağları (Simple Recurrent  Network-SRN) 

 Uzun Kısa Vadeli Hafıza Ağları 

 Sınırlı  Boltzmann  makineleri  (Restricted Boltzmann  Machines-RBM) 

 Derin inanç ağları  (DBN) 

 Oto-kodlayıcılar (Autoencoders-AE)   

Bu çalıĢmada temel olarak sahne sınıflandırma yapılacağı Konvolüsyonel Sinir Ağları 

kullanılacaktır (Li vd., 2015). 

3.2.2.Konvolüsyonel Sinir Ağları 

Konvolüsyonel Sinir Ağları  (Convolution Neural Network-CNN) çok katmanlı  

algılayıcıların bir  çeĢididir. GeliĢmiĢ bir sinir ağı sistemi olan CNN  algoritması,  

hayvanların görme  merkezi örnek alınarak ortaya çıkmıĢtır. Buradaki konvolüsyon, bir 

nöronun uyaranlara verdiği  cevap  olarak  ele alınabilir. CNN,  bir veya  daha  fazla  

konvolüsyonel  katman, alt örnekleme  katmanı  gibi  bir ve ya daha fazla  katmandan 

oluĢur(Fukushima vd., 1980) (Hubel ve Wiesel, 1968) (Lecun vd., 1968) 

CNN algoritmaları görüntü ve ses iĢleme, doğal dil iĢleme, biyomedikal gibi farklı 

alanlarda kullanılmaktadır. Olabilecek en baĢarılı sonuçlar görüntü iĢleme alanında  

alınmıĢtır (CireĢan vd., 2012). 

Konvolüsyonel sinir ağı ilk kez LeCun ve arkadaĢları tarafından ortaya atılmıĢtır. Elde 

edilen bu yapay sinir ağına ise LeNet adı verilmiĢtir. LeNet sinir ağı çok katmanlıdır ve 

içerisinde birden fazla konvolüsyon katmanı, tam bağlı katman, aktivasyon katmanı, 

sınıflandırıcı katman, havuzlama katmanı ve bunlara ek bazı katmanlardan 

oluĢmaktadır. Her katman kendi görevini yerine getirir ve sınıflandırıcı katmanda sonuç 

elde edilir. En çok sınıflandırma ve tespit iĢlemleri için kullanıla konvolüsyonel sinir 
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ağları derin öğrenme yöntemleri içerisinde en çok tercih edilendir. Konvolüsyonel sinir 

ağları, Imagenet tarafından 2012 ve 2014 yıllarında Büyük Ölçekli Görsel Tanıma 

yarıĢmasına katılmıĢ ve en baĢarılı sonuçlar elde edilmiĢtir (Lecun vd., 1968) ( Girshick 

vd., 2014). 

3.2.3.ÇalıĢmada Kullanılan Derin Öğrenme Modelleri 

Derin öğrenme algoritmalarından ilki olan LeNet 2006 yılında ortaya çıkmıĢ olsa da, 

derin öğrenme 2012 yılında yapılan ImageNet yarıĢmasıyla popüler olmuĢtur. Yapılan 

yarıĢmada nesne tanıma için algoritmalar ortaya konmuĢtur ve derin öğrenme 

mimarileriyle yapılan çalıĢmalarda çok baĢarılı sonuçlar elde edilmiĢtir. Bu sebeple 

daha sonraki yıllarda yarıĢmacılar derin öğrenme mimarileri üzerinde daha çok çalıĢma 

yapmıĢlar ve farklı modeller ortaya koymuĢlardır. Bu modeller derin öğrenmenin 

yapıtaĢıdırlar. Çok geniĢ alanlarda derin öğrenme mimarilerinden faydalanılır. Bu 

mimariler görüntü tanıma, tespit ve sınıflandırmaya ek olarak gelecek tahmini, ilaç 

üretimi, sözlük, sinyal iĢleme, tıbbi  alanlar, finans sektörü, savunma sanayi gibi bir çok 

alanda kullanılmaktadır. Derin öğrenme mimarilerini bilinen yöntemlerden daha iyi 

sonuç verdiği kanıtlanmıĢtır (Ġnik ve Ülker,2017)(Doğan ve Türkoğlu, 2018). 

AlexNet her ne kadar derin öğrenmenin 1998 yılında ortaya çıktığı söylense de asıl 

derin öğrenme, 2012 yılında yapılan ImageNet yarıĢması ile bilinmiĢtir. Bu yarıĢmada 

AlexNet derin öğrenme mimarisi birinci gelmiĢtir. Bu mimari ile örüntü tanımada hata 

oranı % 26,2‟den  %15,4‟e düĢmüĢtür. Bu baĢarı ile AlexNet en popüler derin öğrenme 

mimarilerinden biri olmuĢtur. 25 katmandan oluĢan AlexNet derin öğrenme ağı 5 temel 

konvolüsyon katmanından oluĢmaktadır. Çoğunlukla konvolüsyon katmanlarından 

sonra relu katmanı kullanılmaktadır. Bunun yanı sıra giriĢ katmanı, normalizasyon 

katmanı, havuzlama(pooling) katmanı, dropout kamanı, tam bağlı katman, yumuĢak 

bağlı (SoftMax) katman ve çıkıĢ katmanı da bu 25 katmanı oluĢturmaktadır (Krizhevsky 

vd., 2012) (You vd., 2017)(Iandola vd., 2016). 
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ġekil 2. AlexNet mimarisi 

(Kaynak: Zhang v.d., 2019) 
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ġekil 3. AlexNet mimarisi 

 (Kaynak: Krizhevsky vd., 2012) 

GoogleNet; GoogleNet 2014 yılında yapılan ImageNet yarıĢmasının kazananı olmuĢ, 

%5,7 hata oranı ile çok yüksek bir baĢarı elde etmiĢtir. Yapısındaki inception modülleri 

nedeniyle karmaĢık bir yapıya sahiptir. GoogleNet 22 katman derinliğine sahiptir ve 

toplam 144 katmandan oluĢmaktadır. 

 

 

ġekil 4. GoogleNet inception boyut azaltma modülü (inception modülü) 

(Kaynak: Doğan ve Türkoğlu, 2018) 
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Boyut azaltmak için kullanılan filtreler inception modülü sayesinde oluĢturulur. Bu 

filtreler AlexNet‟ten 12 kat daha az parametre içerir. Kullanılan katman sayılarında 

bağımsız yapı taĢlarına göre değiĢiklik görülebilir (Krizhevsky vd., 2012) (Doğan ve 

Türkoğlu, 2018) 

 

 

ġekil 5. GoogleNet ağ mimarisi 

(Kaynak: Teles de Menezes vd., 2019) 
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ResNet; Microsoft ResNet 2015 yılında gerçekleĢtirilen ImageNet yarıĢmasında 

birincilik elde etmiĢtir. Ġnsanların görüntüyü sınıflandırırken hata oranı %5 ve %10 

arasında değiĢirken ResNet‟in hata oranı %3,6‟dır. ResNet insandan daha iyi görsel 

tanıma yapmaktadır. Önceki derin öğrenme mimarilerinden daha derin bir yapıya 

sahiptir ve katman sayısı en fazla olanıdır. ResNet 152 katmandan oluĢan bir mimaridir 

(Russakovsky vd., 2015). 

Bu mimari Residual bloklardan oluĢmaktadır. Bu yapı ile öğrenmenin daha hızlı Ģekilde 

gerçekleĢeceği düĢünülmüĢtür (He vd., 2016). 

Resudial blok örneği ġekil 6‟da, ResNet ağ mimarisi ise ġekil 7‟de gösterilmiĢtir. 

 

ġekil 6. Residual blok 

 (Kaynak: He vd., 2016) 

SqueezeNet; son teknoloji bir CNN modelidir. Bu mimari „fire‟ (yangın modülleri) 

denilen yapı taĢlarından oluĢur. SıkılaĢtırılmıĢ bir mimari tasarıma sahiptir. Diğer 

modellere kıyasla daha az parametre içerir. AlexNetten 50 kat daha az parametreye 

sahiptir. Daha az bant geniĢliği ve eğitim sırasında daha az iletiĢim  sayesinde bir 

belleğe yüklenmesi en kolay mimari ağdır. Geleneksel 3x3 evriĢim filtreleri 1x1 olarak 

yer değiĢtirmiĢtir. 1x1‟ler 3x3‟e göre 9 kat daha az parametre içerir. Daha az sayıdaki 

parametrelerle en iyi Ģekilde yararlanır ve doğruluğu en üst düzeye çıkartır (Iandola vd., 

2016). 

SqueezeNet ağ mimarı ġekil 8‟de gösterilmiĢtir. 
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ġekil 7. Microsoft ResNet ilk 34 katmanın ağ mimarisi 

(Kaynak: He vd., 2016) 
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ġekil 8. SequeezeNet ağ mimarisi 

(Kaynak: Iandola vd., 2016) 

3.2.4.Nesne Tanıma 

Görmenin, nesnelerin nasıl bir Ģey olduğunun belirlenmesine nesne tanıma olarak 

adlandırılır. Bir nesneyi tanıyabilme, sınıflandırabilme ve değerlendirebilme durumu 

anlamına gelir. Nesne tanıma, bilgisayarlı görü alanındaki belli baĢlı problemlerden 

birisi olup baĢka alanlarda farklı uygulamalar ile sıklıkla kullanılmakta ve sürekli 

geliĢmektedir. Görüntünün belirlenmesi için görüntüyle birlikte Ģekil, renk ve benzeri 

belirleyicileri çıkartılabilecek yüksek düzeyde görüntü iĢleme gerçekleĢtirilir. Tanıma 

sistemleri biyomedikal alanında, gıda alanında, tür olarak ise; optik karakter tanıma, 

plaka tanıma, yüz tanıma, trafik gözetleme ve parmak izi tanıma gibi çeĢitli alanlarda 

çok geniĢ bir yer kaplamaktadır (Nabiyev ve Vasıf, 2005) (Andreopoulos ve Tsotsos, 

2013) (Kavuncu, 2018). 

Ġnsanların nesneleri tanıyabilmesi, nesnelerin özelliklerini anlamaları ve bu özellikleri 

daha önceki tanıdık bilgileri ile benzetme ve karĢılaĢtırmalarıyla ortaya çıkar. Nesne 

tanımada da aynı yöntem kullanılıyor diyebiliriz. Nesne tanıma probleminin çözümü 

için genellikle sorgu görüntü ile önceden çekilmiĢ görüntüler eĢleĢtirilir. Öncelikle 

tanınması gereken nesneler için data base oluĢturulur. Data base sisteme öğretilir ve 

karĢılaĢtırma iĢlemleyicisi ile nesne, daha önce ki öğrendikleriyle karĢılaĢtırma 

yaptırılıp nesnenin tanınabilmesi sağlanır (Mikolajczyk vd., 2005) (Johan ve 

Prabuwono, 2011). 
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Nesne tanımada en önemli yer sistem yazılımıdır. Yazılım girdilerinin iyi olması 

gereklidir ki sistemin nesne tanıması daha iyi bir Ģekilde sonuç versin. Çevre girdisinde 

renklendirme ve kamera özellikleri yazılıma ulaĢınca görüntü kalitesini etkileyen en 

önemli faktördür (Johan ve Prabuwono, 2011) (Erdoğan ve Turgay, 2012). 

3.2.5.Görüntü ĠĢleme 

Görüntü iĢleme, terimsel olarak resimsel bilgilerin harekete geçmesi ve çözümlemesidir 

(Castelman, R. K., 1996). Görüntü sayısallaĢtırılarak bir mekanizma ortamına 

yüklendikten sonra resimlerden istenen bilgilere ulaĢmak için bazı önemli yöntemlerden 

geçmesi gerekmektedir (Yaman ve Aktürk, 2001). Resimler karıĢık olmaya 

meyillidirler. Ġnsanlar tarafından anlaĢılması ne kadar kolayda olsa bilgisayar 

programına tanıtması oldukça zordur. Fakat insanların görme sistemini oluĢturan ana 

düzeneğin anlaĢılması görüntü iĢleme için ehemmiyetlidir (Kavuncu, 2018). 

Görüntü iĢleme, verilerin bulunup değerlendirme ve ölçme yönteminden sonra, baĢka 

bir cihazda okunabilir bir Ģekle dönüĢtürülmesine yönelik bir çalıĢma olan “sinyal 

iĢlemeden” farklı bir yöntemdir (Gonzalez ve Woods, 2007).  

Resimlerin elektronik bir ortamda okunabilmeleri için resimlerin bilgisayarın iĢlem 

yapabileceği bir duruma dönüĢtürülebilmeleri gerekir. Bu iĢlemin adına sayısallaĢtırma 

denir (Dipova, 2018). 

Görüntü iĢleme yöntemleri kullanılarak yapılan çalıĢmalarda, öncelikle kameradan 

görüntüler alınır. Alınan görüntüler üstünde, görüntü ön iĢleme basamakları 

kullanılmakta ve ilgilenilen görüntü ait özellik çıkartımı gerçekleĢtirilir. Ortamda 

bulunan görüntülerin doğru Ģekilde tespiti, özellik çıkarımı basamağı için oldukça önem 

teĢkil eder. Nesnelerin saptanması ya da tanınması hedefiyle yapılan çalıĢmalarda çeĢitli 

yöntemler önerilir. Nesnelere ait belirleyici özellikler sayesinde etkili ve hızlı nesne 

tanımaya yönelik çalıĢmalar, karıĢık arka plan çıkarımı ile renk, kenar ve köĢe tanıma, 

Ģekil, örüntü tanıma, Ģablon eĢleme gibi farklı yöntemler kullanılır (Viola ve Jones, 

2001) (Hussin vd., 2012) (Sonka vd., 2014). 

Görüntü iĢleme alanında en yaygın iĢlemlerden biri görüntü sınıflandırma iĢlemidir.  Bu 

iĢlemde; eğitim için 60000 el yazısı ve test için 10000 el yazısı rakamlardan oluĢan 

MNIST kullanılır. Farklı türde çok sayıda yöntem bu data kümesi üzerinde test edilir. 

ġu ana kadarki en baĢarılı sonuçlardan biri  %0.23 hata oranı ile Ciresan‟ın çalıĢmasıdır. 
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CNN modeli  kullanılan   çalıĢmada  geniĢlik normalizasyonu uygulanmıĢtır (CireĢan 

vd., 2012) 

Nesne tanıma problemleri  için de  derin öğrenme algoritmaları büyük oranda 

baĢarılıdır.  Girshick  ve  ekibi,  görüntüdeki nesneleri  tanımlamak  için  bölgeleri  ve  

CNN  modelini birlikte kullandıkları, R-CNN denilen algoritmayla çok çeĢitli ve  

zengin özellikler  elde  etmiĢlerdir  (Girshick vd., 2014).   

Ultrason, elektro mikroskop ve bilgisayar içerikli görüntüler, belli bir hedefe yönelmiĢ 

görüntü kaynağından alınan farklı içeriklerden oluĢur. 

Görüntü iĢlemede görüntünün üstündeki bulanıklık ve kötü görüntü gibi görüntünün 

kalitesini bozan etkenleri yok etmek için ön hazırlık iĢlemi uygulanır. Bunun sebeple 

görüntülere düĢük, orta ve yüksek seviye içeren iĢlemler uygulanır. DüĢük seviyedeki 

iĢlemlerde görüntüye filtreleme uygulanır. Orta düzey seviyedeki iĢlemlerde bölme ve 

tanıma iĢlemleri uygulanır böylece görüntülerde tanıma ve sınıflandırma 

gerçekleĢtirilmiĢ olur. Yüksek seviye iĢlemler görüntülerdeki nesneleri tanımada 

görüntülerin analiz edilmesini içerir. Görüntülerin bilgisayar ortamında iĢlemlerden 

geçmesiyle de, görüntülerdeki nesnelerin görüntü içeriği detaylandırılır. Bu 

detaylandırma aĢaması ile birlikte görüntü iĢleme gerçekleĢtirilmiĢ olur (Jähne, 2005). 

 

Derin öğrenme yöntemleri, literatürde yer alan nesne tanıma ve görüntü sınıflandırma 

uygulamalarında ön adım olarak yapılması gereken özellik çıkarımı aĢamasını model 

içindeki evriĢimsel katmanlarda yaptığı için önemli bir avantaj sağlamaktadır.  

3.3.Aktarım Öğrenmesi (Transfer Learning) 

Günlük yaĢantımızda bir olay karĢısında öğrendiğimiz bir bilgiyi sıkça baĢka bir 

durumda kullanırız ve bilgiyi aktarırız. Eğer karĢılaĢılan durumlar benzerse öğrenilen 

bilgi kolaylıkla aktarılır (Nova Research Lab., 2020). 

Derin öğrenme yöntemleri görüntü iĢleme, doğal dil iĢleme, sinyal iĢleme gibi farklı 

alanlarda kayda değer sonuçlar elde etmektedir, ama derin öğrenme algoritmalarındaki 

baĢarıyı örnek sayısı büyük oranda değiĢtirmektedir. Bu yüzden fazla miktarda veriye 

sahip olmak veya üretmek bir problem olarak kabul edilmektedir. Bu sorunla mücadele 

edebilmek için aktarım öğrenmesi yöntemi geliĢtirilmiĢtir. Aktarım öğrenmesinde, her 

bir ağı sıfırdan eğitmek yerine, önceden eğitilmiĢ modeller kullanılır. Öğrenme aktarımı 
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ile önceki bilgiler kullanılarak daha az eğitim verisi ile daha yüksek baĢarı elde eden ve 

daha hızlı öğrenen modeller ortaya çıkartılır (ġeker, 2018).  

Öğrenme aktarımı yapılırken uygulanan ilk aĢama neyin aktarılacağıdır. Kaynak veriden 

hedefe hangi bilgi aktarılınca hedef görevin baĢarısının artacağına cevap aranan 

bölümdür. Bilginin ne zaman aktarılacağı aĢamasında, verinin hangi durumlarda 

aktarılacağı saptanır. Bazen kaynak veri ve hedef veri birbirinden çok farklı olabilir, bu 

gibi durumlarda aktarım baĢarılı olmayabilir ya da eğitimin baĢarısını düĢürebilir. Bu 

duruma „olumsuz aktarım/negatif transfer‟ denir. Nasıl aktarılacağı aĢamasında ise 

hangi yöntemin kullanılacağı esastır. Bir model olduğu gibi kullanılabilir ya da üzerinde 

değiĢiklikler yapılabilir (Sarkar, 2018).  

Öğrenme aktarımında kaynak görevi kendimiz geliĢtirebiliriz veya hazır bir model 

kullanabiliriz. Uygulamada daha çok tercih edilen yöntem hazır bir model 

kullanılmasıdır. Örneğin ImageNet yarıĢmasında kullanılan modellerin eğitilmesi günler 

hatta haftalar alabilir ama eğitilmiĢ iyi bir modelin öğrenme aktarımı ile bir sonraki sene 

de kullanılması oldukça yaygın ve mantıklıdır. 

CNN gibi iyi çalıĢan bir derin öğrenme yönteminde aktarım öğrenmesi kullanma 

sebeplerimizden biri eğitim süresinin daha hızlı olmasıdır. Önceden eğitilmiĢ model 

üzerinde ince ayar yapılarak yeni model çok hızlı bir Ģekilde eğitilebilir. Ġkincisi daha az 

veri kümesine ihtiyaç duyulmasıdır, az veri ile yüksek performans sağlanabilir. Son 

olarak eski modele katman eklenmesi gibi basit ve kolay bir iĢlemden sonra bile çok 

daha yüksek baĢarı sağlanmasıdır. 

Öğrenim aktarımı yöntemleri aĢağıdaki gibidir: 

Tümevarım öğrenim aktarımı; bu senaryoda, kaynak ve hedef etki alanları aynıdır, 

ancak kaynak ve hedef görevleri birbirinden farklıdır. Algoritmalar, hedef görevi 

iyileĢtirmeye yardımcı olur. Kaynak etki alanının etiketli veri içerip içermediğine bağlı 

olarak ikiye ayrılır. Birincisi kaynak görevde fazla miktarda etiketli verinin 

bulunmasıdır. Bu durumda, öğrenme aktarımı çok yönlü öğrenme (multi-task learning) 

gibi çalıĢır. Ancak çok yönlü öğrenmenin eğitildiği tüm görevlerde baĢarı göstermesi 

beklenirken öğrenme aktarımında amaç hedef görev baĢarısının yüksek olmasıdır. 

Ġkincisi ise kaynak verinin etiketli veri içermemesi durumudur. Bu gibi durumlarda 

tümevarımsal öğrenme aktarımı bu defa kendi kendine öğrenme (self taught learning) 
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gibi çalıĢır. Kendi kendine öğrenmede kaynak ve hedef verilerin etiket uzayı farklıdır, 

bu da kaynak verisinin doğrudan kullanılamayacağı anlamına gelir. 

DönüĢtürücü öğrenme aktarımı; bu yöntemde, kaynak ve hedef görevler arasında 

benzerlikler vardır, ancak ilgili etki alanları farklıdır. Bu ayarda, kaynak etki alanında 

çok sayıda etiketlenmiĢ veri varken, hedef etki alanında hiç veri yoktur. Hedef ve 

kaynak veri kümelerine göre dönüĢtürücü öğrenme aktarımı iki farklı Ģekilde ifade 

edilebilir. Bunlar özellik uzayının kaynak ve hedef veri kümeleri için farklı olması ve 

aynı olması durumlarıdır. 

Gözetimsiz öğrenme aktarımı; bu ayar, hedef etki alanındaki denetimsiz görevlere 

odaklanarak, tümevarım aktarımına benzer. Kaynak ve hedef etki alanları benzerdir, 

ancak görevler farklıdır. Bu senaryoda, etiketli veriler etki alanlarının hiçbirinde 

kullanılamaz. 

Bu üç transfer kategorisi, transfer öğrenmenin uygulanabileceği ve detaylı olarak 

çalıĢılabileceği farklı ayarların ana hatlarını verir. Bu kategoriler arasında neyin 

aktarılacağı sorusuna cevap vermek için aĢağıdaki yaklaĢımlardan bazıları 

uygulanabilir. 

Örnek aktarımı; kaynak ve hedef verisinin ortak birçok özelliğe sahip olması 

durumunda kullanılır. Kaynak verideki bazı örneklerin hedef verisinde kullanılmasıdır. 

Kaynak verisindeki belirli örneklere uygun ağırlık değerleri verilmesi ve hedef veri 

üzerinde kullanılmasıyla baĢarı artırılabilir. 

Özellik temsili aktarımı; Bu yaklaĢım, kaynaktan hedef alanlara kullanılabilecek iyi 

özellik temsillerini tanımlayarak alan ayrıĢmasını en aza indirmeyi ve hata oranlarını 

azaltmayı amaçlamaktadır. Kaynak ve hedef verilerin ortak özelliklerinin olması 

beklenir.  

Parametre aktarımı; Bu yaklaĢım, ilgili görevler için modellerin bazı parametreleri 

paylaĢtığı veya önceden hiperparametrelerin dağıtımını paylaĢtığı varsayımı üzerinde 

çalıĢır. Hem kaynak hem de hedef görevlerin aynı anda öğrenildiği çoklu görev 

öğreniminin aksine, aktarım öğrenimi için, genel performansı iyileĢtirmek için hedef 

alanın kaybına ek ağırlık uygulayabiliriz (Nova Research Lab, 2020). 
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ĠliĢki kurma tecrübesinin aktarımı; Kaynak verideki bazı iliĢkilerin hedefteki iliĢkilere 

benzetilmesi durumudur. Kaynak veri ve hedef veri arasında bazı iliĢkilerin olduğu 

varsayılır, veri kaynakları arasında iliĢkisel bilginin eĢleĢtirilmesi yapılır. BaĢka bir 

deyiĢle, her veri noktasının diğer veri noktaları ile bir iliĢkisi olduğu veriler; örneğin, 

sosyal ağ verileri iliĢkisel bilgi aktarım tekniklerini kullanır (Sarkar, 2018). 

Derin öğrenme, farklı CNN mimarileri kullanılarak, nesne tanıma ve tanımlama gibi 

çeĢitli bilgisayarla görme görevleri için oldukça baĢarılı bir Ģekilde kullanılmıĢtır.  

Bu kısıma kadar anlatılan modelleme, yöntem ve yaklaĢımlar kullanılarak yapılan 

çalıĢma anlatılacak ve derin aktarımla öğrenim modelleri oluĢturulacaktır. 
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4.DENEYSEL SONUÇLAR 

4.1. Veri Kümesinin OluĢturulması 

ÇalıĢma için gerekli olan veriler fotoğraf, video paylaĢım ve barındırma hizmeti sunan 

bir web sitesi olan „flickr‟dan sağlandı. Bu tezde elimizde 14 farklı tarihi yerin her 

birinden 19-29 arası fotoğraf vardı fakat bu görüntüler yeterli sayıda olmadığı için veri 

çoğaltma yolu seçildi. 

Veri çoğaltma, küçük veri setlerinde baĢarı oranını yükseltmek için verilerin çeĢitli 

bozulma etkilerine maruz kalmasıyla sayısının çoğaltılmasıdır. Veri çoğaltma, ön 

hazırlık sürecinde mevcut eğitim verisi örneklerinin görüntüler için döndürme, öteleme, 

kırpma, soldurma, ölçeklendirme gibi farklı teknikler ile meydana gelen kopyalarını 

oluĢturuyor ve bu kopyaları mevcut eğitim verisine ilave ederek çok daha geniĢ bir 

eğitim verisi setini kullanıma hazır hale getiriyor. Görüntüleri tanımaya çalıĢan baĢarılı 

bir yapay zeka modeli, görüntüler ne kadar düzensiz (sağa veya sola yatmıĢ, ters, 

ötelenmiĢ) olsa bile tanıyabilmelidir. Veri artırımı uygulandıktan sonra yeni eğitim veri 

setinde benzer örneklerin sayısı artmıĢ olur ve sonuç olarak veri artırımı, modelin 

ezberleme (overfit) sorununun da üstesinden gelmiĢ olur. 

Bu çalıĢmada da eldeki hazır verileri iĢleyerek yeni veriler üretip daha baĢarılı sonuçlar 

elde etmek adına veri çoğaltma iĢlemi gerçekleĢtirildi. Bu iĢlem keras kütüphanesi ile 

gerçekleĢtirildi. Keras, Python programlama dili üzerine yazılmıĢ yüksek seviyeli bir 

derin öğrenme kütüphanesidir. TensorFlow kütüphanesi üzerinde de çalıĢabiliyor olması 

en önemli özelliğidir (Python, 2020). 

Her bir kültürel miras için elimizdeki orijinal veri sayıları Tablo 1‟de verilmiĢtir. Veri 

çoğaltma iĢlemi ve boyutlandırma sonrasında elde edilen yeni veri kümeleri Tablo 2 ve 

Tablo 3‟te verilmiĢtir. Bu veriler derin öğrenme yöntemlerinin eğitilmesi için 

kullanılmıĢtır. Test aĢamasında kullanılacak veri kümesindeki görüntüler eğitim veri 

kümesinden tamamen farklı görüntülerdir. Test aĢamasında kullanılan görüntü sayıları 

Tablo 4‟te verilmiĢtir.  

Tez çalıĢmasında kullanılan derin öğrenme yöntemlerinin giriĢ katmanının beklediği 

resimlerin boyutları 227x227 ve 224x224 olduğu için, elde ettiğimiz resimler bu 

boyutlara getirildi. Bu iĢlemle birlikte veri çoğaltma yöntemi de kullanılarak resimler 

çoğaltıldı. Bunun için Python dilinde geliĢtirdiğimiz bir betik kullanıldı. Sonuçta elde 

edilen resim sayıları Tablo 2 ve Tablo 3‟te verilmiĢtir. 
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Tablo 1. Elimizde mevcut olan ilk verilerin sayısı 

Kültürel Miras Görüntü Sayısı 

Dolmabahçe 25 

Efes 28 

EĢferoğlu 22 

Hagia eleni 25 

Ġnce Minare 25 

Karatay Medresesi 29 

Mevlana Türbesi 22 

Nemrut Dağı 24 

Pamukkale 19 

Peri Bacaları 23 

Sahibata Türbesi 24 

Sırçalı Medrese 24 

Süleymaniye Camii 24 

Sumela Manastırı 27 

 

 

Tablo 2. 227*227 boyutunda artırılmıĢ verilerin sayısı 

Kültürel Miras 
Görüntü Sayısı 

Dolmabahçe 270 

Efes 303 

EĢferoğlu 239 

Hagia eleni 271 

Ġnce Minare 240 

Karatay Medresesi 312 

Mevlana Türbesi 240 

Nemrut Dağı 261 

Pamukkale 206 

Peri Bacaları 250 

Sahibata Türbesi 260 

Sırçalı Medrese 252 

Süleymaniye Camii 261 

Sumela Manastırı 291 
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Tablo 3. 224*224 boyutundaki artırılmıĢ verilerin sayısı 

Kültürel Miras 
Görüntü Sayısı 

Dolmabahçe 534 

Efes 600 

EĢferoğlu 472 

Hagia eleni 539 

Ġnce Minare 475 

Karatay Medresesi 622 

Mevlana Türbesi 476 

Nemrut Dağı 516 

Pamukkale 412 

Peri Bacaları 493 

Sahibata Türbesi 509 

Sırçalı Medrese 736 

Süleymaniye Camii 771 

Sumela Manastırı 1119 

 

 

Tablo 4. Test için kullanılan yeni görüntülerin sayısı 

Kültürel Miras 
Görüntü Sayısı 

Dolmabahçe 5 

Efes 4 

EĢferoğlu 4 

Hagia eleni 4 

Ġnce Minare 3 

Karatay Medresesi 3 

Mevlana Türbesi 3 

Nemrut Dağı 3 

Pamukkale 3 

Peri Bacaları 3 

Sahibata Türbesi 3 

Sırçalı Medrese 4 

Süleymaniye Camii 4 

Sumela Manastırı 3 
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Eğitim ve test için kullanılacak olan resimler sabit disk üzerinde bir klasörde her bir 

kültürel mirasa ait görüntülerin ayrı bir alt klasörde saklandığı dizin yapısı içinde 

bulunmaktadır. 

 Verilerin artırılması aĢamasından sonra eğitilmesi aĢamasına geçilmiĢtir. Bunun için 

Matlab ortamında derin öğrenme modellerinden AlexNet, GoogleNet, ResNet ve 

SqueezeNet kullanılmıĢtır (MATLAB, 2018).      

4.2.Matlab Ortamında CNN Modelleri ile Eğitim Yapılması 

4.2.1.AlexNet 

Alexnet giriĢ katmanı 227x227 boyutunda resimler beklediği için 227x227 boyutunda 

görüntüler kullanılmıĢtır. Yazılan Matlab kod bloğunda split_train_test kısmındaki 

değerler 0,5-0,6-0,7-0.8-0,9 olarak değiĢtirilip her biri için ayrı ayrı çalıĢtırılmıĢtır. 

Örnek olarak; split_train_test için 0,5 kullanılması durumunda, ġekil 9 ve ġekil 10‟da 

sırasıyla eğitim aĢaması sonrası bazı örnek resimler için elde edilen tahmin sonuçları ve 

eğitim aĢamasına ait doğruluk ve kayıp grafikleri verilmiĢtir. 

 

 

ġekil 9. AlexNet'in split_train_test 0,5 için eğitimi sonunda test verilerinden 

bazıları için tahmin sonuçları 
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ġekil 10. AlexNet'in split_train_test 0,5 için eğitim aĢamasına ait doğruluk 

ve kayıp grafikleri 

Daha sonra AlexNet 0,6-0,7-0,8-0,9 değerleri için program tekrar çalıĢtırılıp değerler 

kaydedilmiĢtir. Bu çalıĢtırmalara ait sonuçlar Tablo 5‟te verilmiĢtir.  

Tablo 5‟e tezde kullanılan bütün CNN modelleri belirtilen her bir split_train_test değeri 

için doğruluk değerleri, eğitim süreleri, epoch sayısı, iterasyon sayısı ve her  epochtaki 

iterasyon sayısı eklenmiĢ, ayrıntılı olarak karĢılaĢtırmaları yapılmıĢtır. 

4.2.2.GoogleNet 

GoogleNet giriĢ katmanı 224x224 boyutunda resimler beklediği için 224x224 boyutuna 

getirilen görüntüler kullanılmıĢtır. Yazılan Matlab kodunda split_train_test kısmındaki 

değerler 0,5-0,6-0,7-0.8-0,9 olarak değiĢtirilip her biri için ayrı ayrı çalıĢtırmıĢtır. Örnek 

olarak split_train_test için 0,5 değeri kullanılması durumunda, ġekil 11 ve ġekil 12‟de 

sırasıyla eğitim aĢaması sonrası bazı örnek resimler için elde edilen tahmin sonuçları ve 

eğitim aĢamasına ait doğruluk ve kayıp grafikleri verilmiĢtir. 

Daha sonra GoogleNet 0,6-0,7-0,8-0,9 değerleri için program tekrar çalıĢtırılmıĢ, her bir 

değer için bazı örnek resimler için elde edilen tahmin sonuçları ve eğitim aĢamasına ait 

doğruluk ve kayıp garfikleri bulunup kaydedilmiĢtir. 

Bu çalıĢtırmalara ait her bir değer için elde edilen sonuçlar Tablo 5‟te verilmiĢtir. 
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ġekil 11. GoogleNet'in split_train_test 0,5 için eğitimi sonunda test 

verilerinden bazıları için tahmin sonuçları 

 

 

ġekil 12. GoogleNet'in split_train_test 0,5 için eğitim aĢamasına ait 

doğruluk ve kayıp grafikleri 

4.2.3.ResNet 

ResNet için ‟resize_224‟ dosyası içindeki görüntüler kullanılmıĢtır. Yazılan kodda 

split_train_test kısmındaki değerler 0,5-0,6-0,7-0.8-0,9 olarak değiĢtirilip her biri için 

ayrı ayrı çalıĢtırılmıĢtır. Örnek olarak; split_train_test için 0,5 kullanılması durumunda, 

ġekil 16 ve ġekil 17‟de sırasıyla eğitim aĢaması sonrası bazı örnek resimler için elde 
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edilen tahmin sonuçları ve eğitim aĢamasına ait doğruluk ve kayıp grafikleri verilmiĢtir. 

Eğitim sonrası alınan sonuçlar aĢağıda gösterilen ġekil 13 ve ġekil 14‟deki gibidir.  

Program ResNet 0,6-0,7-0,8-0,9 değerleri için tekrar çalıĢtırılıp değerler 

karĢılaĢtırılmıĢtır. Bu çalıĢtırmalara ait sonuçlar Tablo 5‟de verilmiĢtir. 

 

ġekil 13. ResNet'in split_train_test 0,5 için verilerin eğitimi sonunda test 

verilerinden bazıları için tahmin sonuçları 

 

ġekil 14. ResNet'in split_train_test 0,5 için eğitim aĢamasına ait doğruluk ve 

kayıp grafikleri 
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4.2.4.SqueezeNet 

SqueezeNet için ‟resize_227‟ dosyası içindeki görüntüler kullanılmıĢtır. Yazılan kodda 

split_train_test kısmındaki değerler 0,5-0,6-0,7-0.8-0,9 olarak değiĢtirilip her biri için 

ayrı ayrı çalıĢtırılmıĢtır. Örnek olarak; split_train_test için 0.5 kullanılması durumunda, 

ġekil 18 ve ġekil 19‟da sırasıyla eğitim aĢaması sonrası bazı örnek resimler için elde 

edilen tahmin sonuçları ve eğitim aĢamasına ait doğruluk ve kayıp grafikleri verilmiĢtir. 

Eğitim sonrası alınan sonuçlar ġekil 15 ve 16‟daki gibidir: 

 

ġekil 15. SqueezeNet'in split_train_test 0,5 için verilerin eğitimi sonunda 

test verilerinden bazıları için tahmin sonuçları

 

ġekil 16. SqueezeNet split_train_test 0,5 için eğitim aĢamasına ait doğruluk 

ve kayıp grafikleri 
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Değerler 0,5-0,6-0,7-0.8-0,9 olarak değiĢtirilip program tekrar çalıĢtırılıp değiĢen 

değerler gözlemlenmiĢtir. Bu çalıĢtırmalara ait sonuçlar Tablo 5‟te verilmiĢtir. 

Uygulama kısmındaki verilerin yukarıda gösterilen yöntemlerle eğitilmesi iĢlemi 

yapılmıĢtır. Özetle yöntemlerin karĢılaĢtırılması Tablo 5‟te gösterilmiĢtir. 

Tablo 5. Kullanılan yöntemlerin karĢılaĢtırılması 

 
Validation 

Accuracy 

Sonuçları 

Eğitim Süresi Epoch 

Sayısı 

Iterasyon 

Sayısı 

Her Epochtaki 

Iterasyon 

AlexNet0,5 % 96.05 105dk 57sn 6 732 122 

AlexNet0,6 % 93.98 109dk 30sn 6 876 146 

AlexNet0,7 % 96.26 102dk 6 1020 170 

AlexNet0,8 % 95.89 94dk 28sn 6 1170 195 

AlexNet0,9 % 93.15 79dk 24sn 6 1314 219 

GoogleNet0,5 % 98.38 782dk 6sn 3 828 276 

GoogleNet0,6 % 98.49 734dk 3 990 330 

GoogleNet0,7 % 98.79 595dk 46sn 3 1158 386 

GoogleNet0,8 % 98.73 540dk 13sn 3 1323 441 

GoogleNet0,9 % 99.40 384dk 29sn 3 1488 496 

ResNet0,5 % 98.11 1801dk 31sn 3 1242 414 

ResNet0,6 % 97.01 512dk 13sn 3 744 248 

ResNet0,7 % 98.83 1427dk 5sn 3 1737 579 

ResNet0,8 % 97.64 352dk 3 993 331 

ResNet0,9 % 98.67 259dk 21sn 3 1116 372 

SqueezeNet0,5 % 97.63 341dk 56sn 3 828 276 

SqueezeNet0,6 % 96.83 327dk 50sn 3 990 330 

SqueezeNet0,7 % 97.46 299dk 32sn 3 1158 356 

SqueezeNet0,8 % 97.58 247dk 57sn 3 1323 441 

SqueezeNet0,9 % 98.31 174dk 45sn 3 1488 496 

 

Tablo 5‟te görüldüğü üzere en yüksek baĢarı sağlayan yöntem %99.40‟lık bir baĢarı ile 

GoogleNet0,9 olup, baĢarısı en düĢük yöntem ise AlexNet0,9 olmuĢtur baĢarı oranı ise 

%93.15‟tir. 
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4.3.Deeptest Sonuçları ve KarĢılaĢtırması 

Sonuç bölümünde, yukarıdaki kullanılan yöntemler çalıĢtırılarak „myalexnet.mat‟, 

„mygooglenet.mat‟, „myresnet.mat‟ ve „mysqueezenet.mat‟ adında yeni modeller 

oluĢmuĢtur. Bu modeller „deep_test.m‟ matlab dosyası içinde çalıĢtırılmıĢtır. Tablo 4‟te 

de görülen eğitime sokulmamıĢ yeni görüntüler kullanılmıĢtır. Her yöntem ve değer için 

görüntülerin „deeptest‟ tahmin sonuçları aĢağıdaki gibidir:  

 

ġekil 17. Deeptest sonrası AlexNet'in split_train_test 0,5 için tahmin 

sonuçları 

Alexnet „split_train_test‟ değeri 0,5 iken doğruluk değeri 0.8750‟dir. 0,6-0,7-0,8 ve 0,9 

değerleri için doğruluk değerleri Tablo 6‟da gösterilmiĢtir. 

 

ġekil 18. Deeptest sonrası GoogleNet'in split_train_test 0,5 için tahmin 

sonuçları 
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Googlenet „split_train_test‟ değeri 0,5 iken doğruluk değeri 0.8958‟dir. 0,6-0,7-0,8  ve 

0.9 değerleri için doğruluk değerleri Tablo 6‟da gösterilmiĢtir. 

 

ġekil 19. Deeptest sonrası ResNet'in split_train_test 0,5 için tahmin 

sonuçları 

ResNet „split_train_test‟ değeri 0,5 iken doğruluk değeri 0. 8125‟dir. 0,6-0,7-0,8 ve 0,9 

değerleri için doğruluk değerleri Tablo 6‟dadır. 

 

 

ġekil 20. Deeptest sonrası SqueezeNet'in split_train_test 0,5 için tahmin 

sonuçları 

Squeezenet „split_train_test‟ değeri 0,5 iken doğruluk değeri 0.8542‟dir. 0,6-0,7-0,8  ve 

0,9 değerleri için doğruluk değerleri Tablo 6‟da gösterilmiĢtir. 
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Tablo 6. Deeptest sonuçları için accuracy değerleri 

Kullanılan CNN Mimarisi ‘split_train_test’ değeri Accuracy (doğruluk) değeri 

Alexnet 0.5 0.8750 

Alexnet 0.6 0.8958 

Alexnet 0.7 0.8125 

Alexnet 0.8 0.8542 

Alexnet 0.9 0.8542 

Googlenet 0.5 0.8542 

Googlenet 0.6 0.7917 

Googlenet 0.7 0.8958 

Googlenet 0.8 0.8125 

Googlenet 0.9 0.8750 

Resnet 0.5 0.8125 

Resnet 0.6 0.8125 

Resnet 0.7 0.7917 

Resnet 0.8 0.8125 

Resnet 0.9 0.8542 

Squeezenet 0.5 0.8542 

Squeezenet 0.6 0.7917 

Squeezenet 0.7 0.8125 

Squeezenet 0.8 0.8333 

Squeezenet 0.9 0.8125 

 

Tablo 6‟da verilen sonuçlar Ġntel Core Ġ7 2.70 GHz iĢlemci ve 12 GB belleğe sahip bir 

dizüstü bilgisayarda elde edilmiĢtir. Modeller ayrıca, Intel Core i7 2.60GHz iĢlemcili, 

16 GB bellek ve 1920 Cuda çekirdekli 8 GB paylaĢımlı sistem belleğine ve 6 GB 

ayrılmıĢ video belleğe sahip NVIDIA GeForce RTX 2060 grafik kartlı bir dizüstü 

bilgisayarda da çalıĢtırılmıĢtır. GPU içeren bu ikinci bilgisayarda, Tablo 6‟da her derin 

öğrenme yöntemi için en iyi eğitim doğruluğunu veren train_test_split değeri 

kullanılarak,  farklı baĢlangıç öğrenme oranları kullanılarak eğitim gerçekleĢtirilmiĢtir. 

Her bir yöntem için elde edilen sonuçlar Tablo 7, Tablo 8, Tablo 9 ve Tablo 10‟da 

verilmiĢtir.  

AlexNet en iyi doğruluk değeri sonucunu 0.6 train_test_split  için vermiĢtir. Tablo 7‟de, 

0.0001 ila 0.0009 arasındaki öğrenme oranları için “sgdm” optimizasyon yöntemi 

kullanılarak elde edilen eğitim doğruluğu, test doğruluğu ve süreler verilmiĢtir.  Eğitim 

için diğer parametreler aynen kullanılmıĢtır. Öğrenme oranları eğitim boyunca sabit 

tutulmuĢtur. 
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Tablo 7. AlexNet için elde edilen sonuçlar 

BaĢlangıç Öğrenme Oranı Eğitim doğruluğu Test doğruluğu Süre 

0,0001 0.9624 0.8542 4 dk 43 sn 

0.0002 0.9521 0.7917 4 dk 44 sn 

0.0003 0.9665 0.7917 4 dk 54 sn 

0.0004 0.9227 0.7083 4 dk 57 sn 

0.0005 0.9138 0.7083 4 dk 45 sn 

0.0006 0.9049 0.7500 4 dk 44 sn 

0.0007 0.8891 0.6667 4 dk 49 sn 

0.0008 0.8042 0.6458 5 dk 28 sn 

0.0009 0.4196 0.3542 4 dk 47 sn 

 

Tablo 7‟ye göre en yüksek test doğruluğunu veren öğrenme oranı kullanılarak “adam” 

optimizasyon yöntemi ile AlexNet yeniden eğitilmiĢtir. Bu eğitim 4 dk 56 sn sürmüĢ ve 

0.7858 eğitim doğruluğu, 0.7500 test doğruluğu elde edilmiĢtir.  

 

ġekil 21. 'adam' optimizasyon yöntemi ile AlexNet eğitim aĢamasına ait 

doğruluk ve kayıp grafikleri 

Tablo 6‟ya bakıldığında GoogleNet en baĢarılı doğruluk değeri sonucunu 0.7 

train_test_split  için vermiĢtir. Tablo 8‟de, 0.0001 ila 0.0009 arasındaki öğrenme 

oranları için “sgdm” optimizasyon yöntemi kullanılarak elde edilen eğitim doğruluğu, 

test doğruluğu ve süreler verilmiĢtir.  Eğitim için diğer parametreler aynen 

kullanılmıĢtır. Öğrenme oranları eğitim boyunca sabit tutulmuĢtur. 
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Tablo 8. GoogleNet için elde edilen sonuçlar 

BaĢlangıç Öğrenme Oranı Eğitim doğruluğu Test doğruluğu Süre 

0,0001 0.9758 0.8542 8 dk 28 sn 

0.0002 0.9903 0.8542 9 dk 9 sn 

0.0003 0.9927 0.8750 9 dk 13 sn 

0.0004 0.9952 0.8542 9 dk 11 sn 

0.0005 0.9903 0.8542 9 dk 8 sn 

0.0006 0.9940 0.8750 9 dk 5 sn 

0.0007 0.9940 0.8542 9 dk 4 sn 

0.0008 0.9746 0.8542 9 dk 7 sn 

0.0009 0.9976 0.7917 9 dk 6 sn 

 

Tablo 8‟e göre en yüksek test doğruluğunu veren öğrenme oranı kullanılarak “adam” 

optimizasyon yöntemi ile GoogleNet yeniden eğitilmiĢtir. Bu eğitim 10 dk 39 sn sürmüĢ 

ve 0.9021eğitim doğruluğu, 0.7292 test doğruluğu elde edilmiĢtir.  

 

ġekil 22. 'adam' optimizasyon yöntemi ile GoogleNet eğitim aĢamasına ait 

doğruluk ve kayıp grafikleri 

Tablo 6‟ya bakıldığında ResNet en yüksek doğruluk değeri sonucunu 0.9 

train_test_split  için vermiĢtir. Tablo 9‟da, 0.0001 ila 0.0009 arasındaki öğrenme 

oranları için “sgdm” optimizasyon yöntemi kullanılarak elde edilen eğitim doğruluğu, 
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test doğruluğu ve süreler verilmiĢtir.  Eğitim için diğer parametreler aynen 

kullanılmıĢtır. Öğrenme oranları eğitim boyunca sabit tutulmuĢtur. 

Tablo 9. ResNet için elde edilen sonuçlar 

BaĢlangıç Öğrenme Oranı Eğitim doğruluğu Test doğruluğu Süre 

0,0001 0.9927 0.8333 6 dk 36 sn 

0.0002 0.9915 0.8333 6 dk 58 sn 

0.0003 0.9927 0.8333 6 dk 45 sn 

0.0004 0.9940 0.8542 6 dk 26 sn 

0.0005 0.9903 0.8542 6 dk 25 sn 

0.0006 0.9903 0.8542 6 dk 25 sn 

0.0007 0.9976 0.8542 6 dk 24 sn 

0.0008 0.9976 0.8542 7 dk 16 sn 

0.0009 0.9940 0.8333 7 dk 11 sn 

Tablo 9‟a göre en yüksek test doğruluğunu veren öğrenme oranı kullanılarak “adam” 

optimizasyon yöntemi ile ResNet yeniden eğitilmiĢtir. Bu eğitim 7 dk 49 sn sürmüĢ ve 

0.9819 eğitim doğruluğu, 0.8542 test doğruluğu elde edilmiĢtir.  

 

ġekil 23. 'adam' optimizasyon yöntemi ile ResNet eğitim aĢamasına ait 

doğruluk ve kayıp grafikleri 

Tablo 6‟ya bakıldığında SqueezeNet en yüksek doğruluk değeri sonucunu 0.5 

train_test_split için vermiĢtir. Tablo 10‟da, 0.0001 ila 0.0009 arasındaki öğrenme 

oranları için “sgdm” optimizasyon yöntemi kullanılarak elde edilen eğitim doğruluğu, 
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test doğruluğu ve süreler verilmiĢtir.  Eğitim için diğer parametreler aynen 

kullanılmıĢtır. Öğrenme oranları eğitim boyunca sabit tutulmuĢtur. 

Tablo 10. SqueezeNet için elde edilen sonuçlar 

BaĢlangıç Öğrenme Oranı Eğitim doğruluğu Test doğruluğu Süre 

0,0001 0.9178 0.8333 1 dk 34 sn 

0.0002 0.9534 0.8125 1 dk 35 sn 

0.0003 0.9671 0.8958 2 dk 43 sn 

0.0004 0.9534 0.7500 1 dk 35 sn 

0.0005 0.9726 0.7917 1 dk 34 sn 

0.0006 0.9534 0.8750 1 dk 35 sn 

0.0007 0.9068 0.7500 1 dk 34 sn 

0.0008 0.9479 0.8542 1 dk 37 sn 

0.0009 0.8959 0.7500 1 dk 37 sn 

Tablo 10‟a göre en yüksek test doğruluğunu veren öğrenme oranı kullanılarak “adam” 

optimizasyon yöntemi ile SqueezeNet yeniden eğitilmiĢtir. Bu eğitim 2 dakika 8 saniye 

sürmüĢ ve 0.7890 eğitim doğruluğu,  0.7083 test doğruluğu elde edilmiĢtir.   

 

ġekil 24. 'adam' optimizasyon yöntemi ile SequeezeNet eğitim aĢamasına ait 

doğruluk ve kayıp grafikleri 
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5. SONUÇ 

Kültürel miras ve yerler bir ulus, hatta bütün dünya için çok önemlidir, bu sebeple de 

kültürel mirasa sahip mekanların görüntülerinin depolanması ve sınıflandırılması 

günümüzde kültürel mirasın korunması için oldukça önemlidir. Bu çalıĢmada 

görüntünün doğru sınıflandırılması ve kültürel mirasın korunması sürecinde tarihsel 

miras görüntülerinin sınıflandırılmasında derin öğrenme modelleri için en yüksek 

doğruluğun elde edilmesi amacıyla çalıĢmalar yapılmıĢtır.  

Kullanılan yöntemler, uygulama aĢamasında gidilen yollar, sınıflandırma iĢlemleri ve 

doğruluğu, yapay sinir ağları mimarilerinin karĢılaĢtırılması, alınan sonuçlarda eğitim 

ve test doğruluk değerlerinin karĢılaĢtırılması ve bu çalıĢmanın önemi ve literatüre 

katkısı bu bölümde belirtilmiĢtir. 

Bu makalede, kültürel miras görüntülerinin sınıflandırılmasında aktarım öğrenmesi ile 

derin öğrenme yöntemlerinin performansları değerlendirilmiĢtir. Bu amaçla, literatüre 

göre yarıĢmalarda baĢarılı olduğu kanıtlanmıĢ olan derin öğrenme yöntemleri 

(GoogleNet, AlexNet, ResNet, SqueezeNet) için sonuçlar elde edilmiĢtir. Toplamda 14 

kategoriye ait çoğaltma tekniği ile 11.930 görüntünün elde edildiği bir veri kümesi 

oluĢturulmuĢtur. Veri kümesi, hem görüntü sayısının artırılması hem de yeni 

kategorilerin dahil edilmesi ile geniĢleyebilir ve yeni ve daha kapsamlı çalıĢmaların 

önünü açabilir. Bu oluĢturulan 11.930 görüntü, tezde bahsi geçen bütün yöntemler ile 

matlab ortamında ayrı ayrı eğitimleri yapılmıĢtır. Bu yöntemler ve yöntemlerin 

üzerlerinde yapılan küçük değiĢiklerle alınan sonuçlar kaydedilmiĢ ve karĢılaĢtırılması 

yapılmıĢtır. Derin öğrenme yöntemi modellerinin eğitim sonunda disk üzerindeki 

boyutu, parametreler için model boyutu ve toplam parametre sayısı Tablo 11‟de 

karĢılaĢtırılmıĢtır. 

Tablo 11. Derin öğrenme modellerinin boyutlarının karĢılaĢtırılması 

Derin Öğrenme 

Yöntemi 

Eğitim Sonunda 

Disk Üzerindeki 

Boyutu 

Parametreler için 

Model Boyutu 

Toplam Parametre 

Sayısı 

AlexNet 1.69 GB  227 MB 61 Milyon 

GoogleNet 161.9 MB  44 MB 11.7 Milyon 

ResNet 1.35 GB  27 MB 7 Milyon 

SequeezeNet 17.24 MB  5.2 MB 1.24 Miyon 
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Tablo 11‟e göre SqueezeNet parametre sayısı ve boyutu diğer derin öğrenme 

modellerinden daha az olduğu için bellek ve iĢlemci kısıtlaması olan donanımlar için 

daha uygundur. 

Görüntülerin doğru yorumlanması, bu tür uygulamalara büyük bir katma değer sağlar, 

çünkü bu tür uygulamalardaki olağan sorun, çok fazla veriye sahip olmak değil, 

onlardan maksimum miktarda bilgi çıkarmak ve kolayca eriĢilebilir kılmaktır. Elde 

edilen doğruluk sonuçları çok tatmin edicidir. Tez çalıĢmasında bulunan sonuçlar göz 

önüne alındığında derin öğrenmenin kullanımının kültürel miras görüntülerini 

sınıflandırma görevlerinde büyük bir ilerleme olacağı düĢünülebilir. 

En iyi yaklaĢımın bulunması her bir ağ ve ağın özelliklerine bağlı farklılıklar gösterir ve 

ince ayarlamalar sayesinde bulunur. Genel olarak, hesaplama kaynakları sınırlıysa veya 

mevcut veri kümesi çok büyük değilse, uygulaması genellikle daha basit olan ince ayar 

tekniklerinin kullanılması tavsiye edilebilir ama zaman ve kaynakların olması 

durumunda tam eğitim tercih edilebilir.  

Belirtildiği gibi, elde edilen doğruluk değerleri yüksektir, ancak mantıksal olarak belirli 

faktörler dikkate alınarak iyileĢtirilebilir. En basit seçenek eğitim sürelerini artırmak 

olabilir, ancak eğitim sağlandıktan sonra ağ eğitimine devam etmenin doğruluğu 

artırmayacağı ve aĢırı uyum nedeniyle azaltabileceği açıktır. Doğruluğu artırmak için 

bazı olası çözümler, daha doğru etiketlenmiĢ eğitim görüntülerini toplamak, çok sınıflı 

bir sınıflandırıcı kullanmak, bağımsız bir test seti kullanmak veya kullanılan mimariyi 

iyileĢtirmek olabilir. Bu nedenle, tarihi mekan görüntülerin sınıflandırılması için, daha 

iyi öğrenme modellerinin kullanımı ile daha fazla eğitim verisinin kullanımı arasında bir 

denge bulmak önemlidir. Daha büyük, iyi etiketlenmiĢ veri kümeleri oluĢturmak, en az 

yeni algoritmaların geliĢtirilmesi kadar önemlidir. Çok sayıda veri kümesinin sürekli 

geliĢimi sayesinde sahne tanıma zorluklarının üstesinden gelinmiĢ ve güzel ilerlemeler 

kaydedilmiĢtir. Yakın gelecekte de bu çalıĢma ve benzer bir çok çalıĢmanın üstüne 

eklenerek daha baĢarılı sonuçlar alınacağı açıktır. 

Bu tezde tarihi mekan görüntülerinin sınıflandırılmasında farklı derin öğrenme 

tekniklerinin uygulanması için kullanılan metodoloji sunulmuĢ ve elde edilen sonuçlar 

gösterilmiĢtir. Bir çok yöntem ve yaklaĢım kullanılmıĢ, yararlanılan mimariler üzerinde 

ince ayarlamalar yapılmıĢtır. Sonucunda dikkate değer baĢarılı sonuçlar elde edilmiĢ ve 
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karĢılaĢtırmaları yapılmıĢtır. Bu değerleri elde etmek için derin öğrenmenin en temel 

mimarilerinden yararlanılmıĢtır. 

Son olarak bu çalıĢma baz alınarak, ağın sonuçlarını iyileĢtirme ya da görülen hataları 

tespit ederek düzeltme sağlanabilir. Ġleride literatüre yeni ve faydalı çalıĢmalar 

eklenmesine olanak sağlamaktadır. 
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